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Préface

Ce polycopié s’inspire fortement de [Jac, [OPV]. Les TP se feront en R, les exemples de
programmes seront aussi donnés en R. Les corrigés des exercices sur tables sont inclus dans ce
polycopié. Pour les corrigés des exercices sur ordinateur : voir sur https://www.math.unice.fr/
“rubentha/cours.html.

Prérequis : cours de L3 MASS d’introduction aux séries chronologiques et cours de L3 MASS
de probabilités.

Important : les fichiers sources sont disponibles sur : https://www.math.unice.fr/ “rubentha/
cours.html. J’encourage toute personne enseignant ce cours a utiliser ces fichiers et & ajouter son
nom & la liste d’auteurs de ce polycopié.

iii


https://www.math.unice.fr/~rubentha/cours.html
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https://www.math.unice.fr/~rubentha/cours.html




Chapitre 1

Introduction

DEFINITION 1.1. Une série temporelle (ou série chronologique) est une suite réelle finie (2;)1<¢<n
(n € N*). L’indice t représente une unité de temps (qui peut étre le mois, 'année ... ).

EXEMPLE 1.2. La figure représente le total mondial des passagers aériens par mois entre
1949 et 1960. Noter que les points sont reliés par des traits (qui sont 1a pour faire joli et n’ont pas
de signification particuliére). Les données (AirPassengers) sont disponibles dans R.
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FiGURE 1.0.1. AirPassengers

L’objectif de I'étude des séries temporelles est de faire des prédictions sur ’évolution de la
série. Voici une liste non-exhaustive des modéles mathématiques que 'on pourra utiliser :

— Régression. On suppose que x; est polynomial en ¢, par exemple z; = ast? + a1t + ag + €
(avec €; un bruit aléatoire). On estime les coefficients par dia, &1, & (& partir des valeurs
T1,...,T,). Ainsi, avec la donnée de z1, ..., z,, on fera la prédiction T, 1 = da(n +1)% +
ai1(n+1) + ag de la valeur 4.



2 1. INTRODUCTION

— Lissages exponentiels (voir chapitre suivant).

— Modeéles ARMA, qui consistent & enlever de la série les tendances et la saisonnalité (=pé-
riodicité). Ces modéles sont plus lourds numériquement, mais plus performants.

Les défis a relever (dans lordre) :

— Définir un modéle avec un nombre fini de paramétres.

— Estimer les paramétres du modéle.

— Vérifier la qualité de 'ajustement du modéle, comparer différents modéles (on pourra
découper les données en un échantillon d’apprentissage et un échantillon de test).

— Effectuer des prédictions.

1.1. Tendances et composantes saisonniéres

DEFINITION 1.3. On dit que la série admet une tendance si on peut écrire x; = f(t) + ¢ avec
f une fonction fixée et (e;) des bruits aléatoires.

— Si f(t) = at+ 8, on dit que la tendance est linéaire. Plus généralement, si z; = > &_, a;t’,
on dit que la tendance est polynomiale.

— Si f(¢) est périodique, on dit que la tendance est périodige.

— Si f(t) = s(t) + at + B avec s une fonction périodique on dit que la série a une tendance
linéaire et une composante périodique (/saisonniére). (On remarque que ces définitions ne
sont pas trés cohérentes.)

1.2. Indices descriptifs d’une série temporelle

1.2.1. Indice de tendance centrale. Moyenne empirique %, = %Z?:l Tt .

1.2.2. Indices de dispersion. Variance empirique :5,(0) = £ 31" (24 — T,)? (sa racine
carrée est Pécart-type empirique).

1.2.3. Indices de dépendance. (qui renseignent sur la dépendance entre les données ;)

Auto-covariance empirique d’ordre i (h dans N*) : 5, (h) = -1 Z:lh(a:t — T )(Tern — Tn)
(h < n pour que la formule ait un sens).
Fonction d’auto-covariance empirique : h — 7, (h).

Auto-corrélation empirique : p,,(h) = g:%g;
Fonction d’auto-corrélation empirique : h — p,(h).

(prend ses valeurs dans [—1;1]).

REMARQUE 1.4. Les quantités empiriques ci-dessus sont des estimateurs consistants de cer-
taines grandeurs (c’est a dire qu’elles convergent vers certaines grandeurs quand n — +00). Les
convergences sont basées sur des applications de la loi des grands nombres. En particulier, pour h
proche de n (disons |n — h| < 50), la quantité &, (h) n’a pas beaucoup d’intérét.

La représentation graphique deux nuage de points (24, Z;41)1<t<n—1 illustre la valeur de p,, (1)
(voir figure . Plus le nuage est arrondi, plus p,, (1) est proche de 0. Plus le nuage est allongg,
plus p,, (1) est proche de 1. Cette remarque est aussi valable pour les p,(h) avec h > 2.

PROPOSITION 1.5. Supposons x, = a + bt + €;, avec (€;)i>1 une suite de variable aléatoires
i.i.d. (indépendantes et identiquement distribuces) et a # 0. Supposons que E(e2) < oo. Alors,
pour h fizé dans N*,

~ p.s.
1.
Pulh)
DEMONSTRATION. Notons &, = = (1 + €2 + - - + €,). Nous avons
1 & a(n+1)
Ty = — at+b =——+b+7%.
n n;( +b+e) S Thta

Fixons h € {1,2,...,n — 1}. Nous avons

n—h
1 1 1
on(h) = n_ht:1 <a(tn; )+et6n) (a<t+hn; )+et+hen)




1.2. INDICES DESCRIPTIFS D’UNE SERIE TEMPORELLE
—h
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Nous avons (par application de la loi de grands nombres)
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Donc, p.s.,
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1 n+1
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a> ((2(n—h)+1)(n—h+1)(n—h) 5 (n+1)2
+a
n—nh 6 4
_aQ(h—n—l)n(n—b-l)_'_ o(n+1) a? a?

(formule pour la somme des carrés) =

p— 5 a 5 =§n2+Zn2+0(n2).
Donc, p.s.,

~ 7a®
Donc

puh) 25 1.

n——+oo

O

PROPOSITION 1.6. Sous les mémes hypothése que dans la propositz'on sixy = acos(2mt/T)+
€, avec a =0 et T € N*, alors
pn(h) — cos(2wh/T)
n—-+oo

REMARQUE 1.7. On admet ensuite que si ’auto-corrélation d’une série est constante, c’est
qu’elle a une tendance linéaire et que si cette auto-corrélation est périodique de période T, alors la
série a une composante périodique de période T'. Les convergences décrites dans les propositions
ci-dessus sont plus lentes quand h est grand. On se limitera donc & h < 20 (tant que cela permet
d’observer quelques périodes dans le cas avec saisonnalité).

1.3. Feuille d’exercices numéro 1 (durée : 3h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
I'exporterez au format pdf.

1.3.1. Données de varicelle. Récupérer le fichier contenant le nombre de cas de varicelle
relevés & New-York de janvier 1931 & juin 1972
(https://math.unice.fr/~rubentha/enseignement /varicelle.dat).

(1) Créer un objet de type série temporelle contenant cette série. Représenter graphiquement
la série. (Voir appendice pour les instructions utiles en R.)

(2) Analyser qualitativement cette série, c’est-a~dire repérer d’éventuelles tendances et/ou sai-
sonnalités (changer d’échelle si besoin).

(3) Quel est le nombre de cas de varicelle mensuel moyen ?

(4) Tracer les 50 premiéres auto-corrélations. Interpréter ces résultats.

(5) Tracer sur un méme graphique, les évolutions mensuelles du nombre de cas de varicelle
pour chaque année (une courbe pour chaque année, ce qui nous donnera un certain nombre
de courbes superposées).

(6) Tracer sur un graphique 1’évolution annuelle du nombre de cas de varicelle.

(7) Ces deux derniéres questions vous permettent-elles d’améliorer vos conclusions de la ques-
tion 27

1.3.2. Simulations de séries temporelles. On appelle bruit blanc gaussien une suite de
variables aléatoires indépendantes et identiquement distribuées (e;):en de loi normale centrée ré-
duite.

(1) Quelle est la fonction d’auto-corrélation d'un bruit blanc ? (On demande de calculer R(, j) =

E(eie;)—E(ei)E(e;)
E(e?)—E(ei)?

pour tous i, j.)

(2) Simuler un bruit blanc gaussien de taille 100, et représenter le graphiquement.

(3) On admet que R(i, ) défini ci-dessus ne dépend que de j—i. La fonction d’auto-corrélation
est la fonction qui & h > 0 associe R(0, h). Tracer la fonction d’auto-corrélation empirique
(voir Iaide dans l'appendice ci-dessous).


file:https://math.unice.fr/~rubentha/enseignement/varicelle.dat
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(4) Recommencer les deux questions précédentes et observer la variabilité des résultats. Jouer
sur la longueur de la série.

(5) Simuler maintenant la série temporelle X (¢) = 0.5t 4 2¢; avec €; ~ N (0,1) (taille 100).
(6) Représenter graphiquement la série et interpréter-la qualitativement.

(7) Faites de méme pour X (¢) = 0.5¢ + ¢ + 3cos(tw) avec e; ~ N (0,1).

1.3.3. Appendice : mise en ceuvre sous R. Quelques fonctions R utiles & ’étude des séries

temporelles :

— Avant de charger le fichier dans R, taper 'adresse dans le navigateur pour le visualiser.
Charger un fichier de données numériques en sautant les k premiéres lignes (s’il y a du
texte au début) :
data=scan(file="’donnee.dat’’,skip=k). Définir le répertoire courant :
setwd (>~ /Documents/*’) (ici on veut etre dans ~/Documents), savoir quel est le répertoire
courant : getwd ().

— Créer un objet de type série temporelle : serie <- ts (data,start,end,frequency).
data contient le vecteur des données (un fichier contenant les données peut étre mentionné
en remplagant data par file="’donnees.dat’’), start et end mentionne les dates de début
et de fin de la série (ex : start=c(1990,1) et end=c(1999,6) pour des données allant
de janvier 90 a juin 99), et enfin frequency mentionne le nombre de données par unité de
temps (par exemple, si les dates de début et de fin sont des années, et que les données sont
mensuelles, il faudra indiquer frequency=12). Découper une série temporelle de c(i,j)
a c(k,1) : xd<-window(x,c(i,j),c(k,1)). Transformer une série temporelle en vecteur
de nombres : v=as.numeric(cp).

— Représenter graphiquement un objet de type série temporelle : plot.ts(serie).

— La fonction acf(x, lag.max = 10, type = c("correlation", "covariance"), plot
= TRUE) calcule (et trace si option plot est & TRUE) les lag.max premiéres auto-corrélations
ou auto-covariances (choisir corrélation OU covariance).

Quelques conseils utiles pour les graphiques en R :

— Pour représenter plusieurs courbes sur le méme graphique, tracer la premiére a I'aide de la
commande plot qui créé la fenétre graphique et y insére la courbe, puis tracer les autres
courbes a l'aide de la commande lines qui trace une courbe sur une fenétre graphique
existante.

— Pour partager la fenétre graphique en plusieurs (nxp) sous-graphes, utiliser la commande
par (mfrow=c(n,p)).

— Préciser les limites des axes des graphiques : plot(...,x1im=c(0,10),ylim=c(-10,10)).

— Pour exporter les graphiques en jpeg (idem pour bmp, png), il faut lui procéder de la sorte

(1) jpeg(filename=*‘nomfichier’d.jpeg’’),
(2) reéaliser le graphique,
(3) la commande dev.off () permet enfin de rediriger le dernier graphique tracé vers le

fichier nomfichierl. jpeg, et ainsi de suite aprés chaque graphique. Le nom de fichier
sera automatiquement incrémenté.

Simulation de variables normales indépendantes : x<-rnorm(n,mean=0,sd=1) renvoie une suite de
variables normales indépendantes de moyenne 0 et d’écart-type 1.

1.4. Corrigé de la feuille d’exercices numéro 1

1.4.1. Données de varicelle.

(1) Regarder le fichier sur internet pour voir combien de lignes il faut sauter (taper adresse
http://... dansla barre d’adresse). On peut ensuite le sauver sur 'ordinateur et le char-
ger dans R avec l'instruction scan ou le charger directement dans R (avec l'instruction
scan aussi). Instruction pour charger le fichier (en sautant la premiere ligne)
data=scan(file=".../series-temp/varicelle.dat",skip=1),
serie<-ts(data,frequency=12)
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(bien mettre le chemin vers le fichier en entier). On choisit frequency=12 pour avoir les an-
nées en abscisses (les données sont mensuelles). Pour dessiner le graphique : plot.ts(serie).
Voir le graphique dans la figure Pour exporter un ou plusieurs graphiques en jpeg :
jpeg (filename=’~/.../tpl_graphiqueld.jpeg’) (bien mettre le chemin en entier),
plot.ts(serie), plot ..., plot ..., dev.off().

(2) On ne voit pas de tendance mais on voit une saisonnalité. Pour mieux voir la saisonnalité,
on peut zoomer sur une durée plus petite (les 50 premiers mois)
(serie_z<-ts(data,2,50) ,plot.ts(serie_z)). Voir le graphique : figure m

(3) On fait mean(serie) et on trouve 732,4076.

(4) On rentre lintruction acf(serie,lag.max=25,type=c(’correlation’)) et obtient le
graphique de la figure La fonction d’autocorrélation est périodique, ce qui indique une
périodicité dans la série temporelle. La ligne pointillée bleue indique le niveau en-dessous
duquel la corrélation n’est plus statistiquement significative.

(5) On utilise le code :
png (filename=’"~/.../tpl_graphe-multiple.png’)
cp<-window(serie,start=c(1,1),end=c(1,12))
v=as.numeric(cp)
plot(c(1:12),v,’1?,x1im=c(0,13) ,ylim=c(0,3100))
for(i in 2:41)
{
cp<-window(serie,start=c(i,1),end=c(i,12))
v=as.numeric(cp)
lines(v)
}
dev.off ()
Remarquer la boucle, 'extraction des lignes avec la fonction window, la conversion en
vecteur avec as.numeric. Voir le graphique dans la figure [1.4.4]

(6) Code pour I’évolution annuelle du nombre de cas de varicelle :
v=c();
for (i in 1:41)
{
cp<-window(serie,start=c(i,1),end=c(i,12))
v=c(v,sum(cp))
}
plot(1:41,v)
Et on obtient le graphique : voir figure [[.4.5]

(7) Le dernier graphique semble indiquer une tendance décroissante.

1.4.2. Simulation de série temporelle.

(1) Si on prend €, €3, €3 ... des variables i.i.d. de loi A(0,1) alors, pour tout %, ¢; est de
variance 1 et pour tout ¢ # j, E(e;¢;) —E(e;)E(¢;) = 0. Donc la fonction d’autocorrélation
est la suivante

R(i,j) =

E(ij) — E(EZ)]E(EJ) _ 1 Si? :_]
E(e7) — E(e;)? 0 sinon.

(2) v=rnorm(100, mean = 0, sd = 1), plot(1:100,v) (voir le graphique dans la figure
1.4.6))
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FIGURE 1.4.6. Bruit blanc gaussien.

acf (v,lag.max=24,type=c("correlation")) (voir le graphique dans la figure|1.4.7)

On recommence avec une série de longueur 1000, les corrélations sont plus petites, ce qui est
attendu puisque les corrélations empiriques convergent vers la corrélation quand la taille
de la série tend vers l'infini. En 0, on n’a pas convergence vers 0 puisque la corrélation vaut
1. Voir le graphique dans la figure

v=rnorm(100, mean = 0, sd = 1), t=1:100, x=0.5*t+2*v (Nous utilisons ici des ma-
nipulations vectorielles pour construire la suite (X3).)

xs<-ts(x) (Nous convertissons x en série temporelle par commodité.),

plot(xs), acf(xs,lag.max=25,type=c("correlation")). Voir le graphique dans la fi-
gure On repére une tendance croissante mais pas de saisonnalité (graphe de la série
a gauche). Le graphe des corrélations (a droite) montre que les termes successifs de la suite
sont trés corrélés (et que donc il y a une tendance).

t=1:100, v=rnorm(100, mean = 0, sd = 1), x=0.5xt+v+3*cos(pi*t),

acf (xs,lag.max=24,type=c("correlation"))(voir le graphique dans la figure [1.4.10))
On observe une tendance et une saisonnalité sur le graphe de gauche. On remarque que les
deux caractéristiques (tendance et saisonnalité) sont mélangées dans le graphe de droite.
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FIGURE 1.2.1. Auto-corrélations empiriques
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Chapitre 2

Lissages exponentiels

2.1. Lissage exponentiel simple

On dispose de z1,...,2, et on veut estimer z,4, (h € N*). Pour a €]0;1[, on définit la
prévision par lissage exponentiel simple

n—1
Top=a Z(l — )z,
§=0

(on fait en fait une moyenne pondérée des observations passées).

REMARQUE 2.1.

— Plus « est petit, plus on donne d’importance aux observations anciennes. On remarque
que Z,, 5 ne dépend pas de h.

— La somme des poids ne fait pas 1.

— La prédiction ne dépend pas de h.

On peut calculer par récurrence a l'aide de la formule de mise & jour :
o =ax, + (1 —Q)Tp_1-
Ces formules permettent de calculer rapidement (en limitant la complexité).

LEMME 2.2. La prédiction T, ;, est (asymptotiquement) la solution de
n—1

Tp.n = arg min 1— o) (z,_; —x)2.
o = angmin 31— ) (an )

C’est un probleme de moindres carrés.

DEMONSTRATION. Soit
n—1
frxz— Z(l —a) (zp_; —2)%.
j=0
On commence par chercher les points critiques. Nous avons :
n—1
Fa)=—23 (1= aY (@ ).
§=0

Donc f’ s’annule en

n—1 ; n—1 ; n—1
S (1l —a)x,—; a) - o(1—a)z,—; .
Z]_O( ) J o Z]_O( ) J aZ(l 70[)‘711”_‘7'.

Z;L:é(l - OL)J 1— (1 _ a)” n—+400 )
Une étude rapide du tableau de variation de f nous dit que x( est le minimum absolu. C’est a cause
de I'équivalent que l'on dit que Z, j est la solution « asymptotique » du probléme des moindes

carrés. O

REMARQUE 2.3. Pour choisir a, on peut se servir de la remarque [2.1| ou calculer, pour tout

a, les estimateurs calculés avec le paramétre « : 7y 5, («). On regarde ensuite lerreur quadratique
n—h

Er(a) = Z(%-{-h - ft,h(a))2 .

t=1

15
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Si cette erreur est petite, c’est que le paramétre o produit des prédictions performantes, au vu des

données 1, ...,%,. On peut choisir entre plusieurs parameétres s, ..., o, en prenant
a = argmin Fo(a;) .
QLyeeey Qp
REMARQUE 2.4. Notons x1, o, ..., %, la température & midi sur la promenade des Anglais
(mesurée sous abri) pour n jour. La série z1,...,x, est supposée prendre ses valeurs dans les
entiers. Pour chaque ¢ dans {1,2,...,n}, on peut comparer z;;; avec une prédiction basée sur
T1,...,2:. Nous nous intéressons a deux prédictions :

— fill) est la prédiction de Météo France,

— 3?1) = xz; (méthode naive).

Pour ¢ = 1,2, nous considérons deux erreurs :

n—1
E (i) = Z ]liiii:xt+l (E; grand=bien),
t=1 '

n—1

Es(i) = Z(ﬁc\ff% — 2411)? (By petit=bien).
t=1
En général, E1(2) > F;(1), donc si on s’intéresse au critére E7, pas besoin de prévision météo.

EXEMPLE 2.5. Observons l'exemple du Tableau [T} Nous avons

’ \Sa\Di\Lu\Ma\Me\Je\Ve‘
Prévision de Météo France | 26 | 24 | 24 | 25 | 25 | 24 | 23
Température mesurée 24 125 |25 | 25 | 23 | 23| 22
Température de la veille | 21 | 24 | 25 | 25 | 25 | 23 | 23
TABLE 1. Prévisions météo

Bi(1) =1, Ey(2) = 3.

Donc, pour l'erreur F4, la méthode naive est meilleure que les prévisions de Météo France. Par
ailleurs
Ey(1)=44+14+1+0+4+14+1=12,
Ery(2)=9+1+04+0+44+0+1=15.

Donc, pour 'erreur F5, la méthode naive est moins bonne que les prévisions de Météo France.

2.2. Lissage exponentiel double

On cherche a ajuster, a l'instant ¢, une droite d’équation : y; = a; + a2(t — n). La prévision
par lissage exponentiel double est la suivante (ou « €]0;1])
Zp,p = a1+ G2h,
ou (ay, ay) solution de

n—1

(@1,82) = argmin » (1 —a)! (zn_; — (a1 + a25))*.
(a1,a2)€ER j=0

LEMME 2.6. Les solutions du probléme de minimisation ci-dessus sont (asymptotiquement)

{ 61 = —Lg(n) + 2L1(n)
ay = 125(=La(n) + Li(n)),

11—«
L) = eSO -y,
Ly(n) = ad)'—s(1—a)Li(n—7j).

Jj=0
(On remarque qu’on a ici deux lissages exponentiels successifs.)
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REMARQUE 2.7. C’est parce que Lo est un lissage exponentiel de L; qu’on parle de lissage
exponentiel double.

DEMONSTRATION. Notons

n—1

Clar,az) = > (1 - ) (@nj — (a1 + a2j))?.

=0

On commence par chercher les points critiques de C'. Nous avons

o ana) = -2 Doy = (o1 eaf),
e%(al,az) - f221*a J@n— = (a1 +aj)).

Nous cherchons done (a1, as) solutions du systeme
(2.1) “Yip(-aYeny + Yin0-ala + YL (l-a)je = 0
Y A=)+ Y- afia + YT (1—04)j2a2 = 0.

Rappelons les formules
“+o0

Y-y =

§=0

= . 11—«
Z](l_a)J = a2 ’

§=0

™= — —
Y p-ap = 120020

(que l'on peut retrouver facilement en manipulant des séries entiéres). On obtient donc, en rem-
plagant certaines sommes partielles de séries par leurs limites,

(2.2) { fozzj O(lfa)an I al + :L;Taag = 0

@)

a0l s —aYjz, ; + (1—a)a + %ag = 0.

Attention, les systémes (2.1]) et (2.2) ne sont pas équivalents. Plus n est grand, plus ils se res-
semblent. Nous allons continuer le calcul a partir du systéme (2.2)) et c’est pour cela que I'on parle
de solution « asymptotique » dans 1’énoncé du lemme. Posons (pour tout n)

Li(n) = 0( —af . J
Ly(n) azj o (I—=a)Li(n—j).

Nous remarquons que

n—1

Ly(n) = aY (1-a)Li(n-j)
j=0
-1 n—j—1

= 0422(1—04] Z 1—04 .’L'n,j,i
j=0 i=0
n—1
(k=i+j) = o®> zap(l-a)f(k+1).

k=0

Le systéme devient alors

Ll(n)+a1+( ) ao =0
—La(n) + aLi(n) + (1_04)0'14'%@2 =0.
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D’ou
—Li(n)2—a)+a1(2—a)+ La(n) —ali(n) —(1—a)az= 0
—Ls (’I’L) + 2L, (n) = ar,
et
a2 = 7 fa(Ll(n) —a1)

= (L)~ L)

Montrons que la fonction C' est convexe. Pour (a, as) et (by by) dans R? et A € [0; 1], nous avons

n—1

C(Mar,a2) + (1= A)(b1,b2)) = Y (1= a) (@ny — (Aar + (1= Mb1 + (Aag + (1 = N)b2)j))?
=0

.

= (1= ) (A — (an + ) + (1= Ay — (b + jba)?

=0

(convexité de la fonction carré) < Z(l —a) [Mzn_j — (a1 + jaz))?
§=0
(1 = A)(@n—j — (b1 + jb2))*]
= )\C’(al,ag) + (1 — )\)C(bl, bg) .

Ce qui montre que la fonction C est convexe. L’unique point critique est donc le minimum absolu.
O

Les formules de mise a jour sont

ai(n)= ai(n—1)+ax(n—1)+ 2a —a®)(zy — Tn-1.1)
(2:3) { Do) = o~ 1)+ 02 (n —Tu 1 1)y

avec l'initialisation
{ a1 (O) = X1

ag (O) =X — X1 .
Ces formules permettent de comprendre comment calculer récursivement les coeflicients (ce qui
limite la complexité du calcul).

2.3. Méthode de Holt-Winters

2.3.1. Méthode non saisonniére. On cherche, au voisinage de 'instant n, a ajuster une

droite d’équation
Yy = a1 +az(t —n).
La prévision en n + h sera
T, = a1(n) +az(n)h.
On choisit deux constantes de lissage 5 et « dans ]0; 1[. Les a1, as sont calculés récursivement par
(2.4) ai(n) = az,+(1—-a)@(n—1)+a(n—1))
' az(n) = p(ai(n) —a1(n —1)) + (1 - Blaz(n —1).
REMARQUE 2.8. Cette méthode est plus souple que la précédente. Le a joue un réle dans

I'estimée de I'ordonnée en n et le 8 joue un role dans 'estimée de la pente.
Plus « et 8 sont petits, plus on tient compte du passé lointain.

LEMME 2.9. Pour obtenir un lissage exponentiel double de parametre 1 — o' (qui n’a pas d’ins-
truction dédiée dans R), il suffit de faire un lissage de Holt-Winters sans composante saisonniére
avec

(2.5) {g =1 _(go,‘/)Q

T+a’

=
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On retrouve le lissage exponentiel simple de paramétre o si =0 (et a #0).

DEMONSTRATION. Pour un lissage exponentiel double de paramétre 1 — ' dans ]0; 1[, on peut
écrire les formules de mise a jour (2.3]) sous la forme (on remarque au préalable que (1 —a’)(2 —
(1-a))=1-(a')?

@) = (@)@ 1) + G2 — 1) + (1 (@))n — Faorn + @0 — 1) + G0 1))
= (@@ (n— 1) s — 1) + (1 (o))
aan) = aatn—1)+ LG ()~ @(n— 1) + Ba(n— 1))

14+«
5 . (1-4a)
_1 _))a—)
@ (n = 1) +@(n - 1)
N 1-a\ . " N 1—a
= ax(n—1)+ (1—1—&’) ai(n) — (ai(n—1) +az(n—1)) (HO[’)
= (1-Paz(n—1)+ B(ai(n) —ai(n—1))
On retrouve bien la formule de mise & jour 1) avec a =1 — (a/)?, B = %;—g‘: O

2.3.2. Méthode saisonniére additive. On cherche, au voisinage de n, & ajuster une courbe
d’équation
yr = a1 +as(t —n) + s¢
(avec s. périodique, de période T'). Il faut choisir «, 8, d dans |0;1[ (et aussi T'). Les formules de
récursion sont

(n) = a(zn ~Su1) + 1—a§<al<;z— )+ d2(n — 1)

a1 1
as(n B@i(n) —a;(n—1))+ (1 — Baz(n —1))

~

Sn
La prévision prend la forme

Tn,h = ay(n) + haz(n) +8pen-7, L <h <T
T = a1(n)+ haz(n) 4+ Spynor, T+1<h<2T

Les valeurs initiales suivantes permettent de commencer le calcul & T + 2

al(T + 1) = TT41
BT +1) - e
= (4 (T—1)a(T+1),1<j<T.

2.3.3. Méthode saisonniére multiplicative. On cherche, au voisinage de n, & ajuster une
courbe d’équation

ye = (a1 + az(t —n)) X s¢

(avec s. périodique, de période T'). Il faut choisir «, 3, § dans ]0; 1]. Les formules de récursion sont

ai(n) = (1-a)z— +a(@n—1)+a(n—1))
ax(n) = (1-p)(ai(n)—ai(n—1))+ Baz(n—1)
5, = (1—5)%+5§n_7~.

La prévision prend la forme

~

Tn,h = (@ (n) + hag(n)) X Spp-1, 1 <A <T
Tpp = (a1(n)+ hag(n)) X Spyn_or, T+1<h <2T

Initialisation : c’est trés dur mais on peut se contenter de mettre les premiers ds a 0 et les premiers
a; a1 (et le systéme se corrige par la suite).
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REMARQUE 2.10. Les deux méthodes ci-dessus (saisonni¢re additive et saisonniére multipli-
cative) ne peuvent étre mises en place que si nous disposons d’un certain nombre de période pour
estimer la partie périodique. Si le nombre de données est insuffisant, R renvoie un message d’erreur.

On choisit la méthode saisonniére additive ou saisonniére multiplicative en fonction de 'as-
pect graphique des données. En gros : amplitudes constantes — méthode saisonniére additive,
amplitudes non constantes — méthode saisonniére nultiplicative.

2.4. Feuille d’exercices numéro 2 (durée : 3h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
I'exporterez au format pdf.

2.4.1. Lissage et prévision de données simulées. Simuler les trois séries temporelles
suivantes de taille 100 :

— Xi(t) = e,

— Xo(t) = 0.5t + 2¢,

— Xg(t) = 05t + €t + 3COS(t7T/6),
ot les ¢; sont i.d.d . de loi N(0,1).

(1) Pour chaque série, effectuer la prévision z; 1 (1 <t < 99) par lissage exponentiel simple et
double. Tester différentes valeurs du parameétre de lissage « (4 a 5 valeurs), et représenter
graphiquement la série ainsi que la prévision. Commenter chaque résultat, et essayer de
déterminer graphiquement le lissage le plus adaptée pour chaque série.

(2) Calculer pour chaque prévision effectuée la somme des carrés des erreurs, et sélectionner
le meilleur paramétre & I'aide de cette quantité.

(3) Tester maintenant le lissage exponentiel de Holt-Winters avec composante saisonniére ad-
ditive puis multiplicative (seulement pour les séries avec une composante périodique).

(4) Les prédictions obtenues sont-elles meilleures ?

2.4.2. Lissage et prévision de la concentration en co2. Le fichier de données co2
contenu dans RE| contient les concentrations en CO2 & proximité du volcan Mauna Loa (Hawai)
de 1959 a 1997.

Apres avoir représenté graphiquement ces données, quel modéle de lissage exponentiel vous
semble le mieux approprié ?

Afin de valider ce modéle, tester la prédiction des données de 1990 & 1997 en utilisant celles
de 1959 a 1989. Si cela vous semble graphiquement correct, utilisez cette méthode pour prédire les
concentrations en CO2 de 1997 a 2007. Sinon, tester d’autres méthodes de lissage exponentiel.

2.4.3. Lissage et prévision du CAC40. Récupérer le fichier contenant les valeurs de clo-
ture journaliére du CAC40 de 1991 a 1998 (données R EuStockMarkets). Essayer de prédire par
lissage exponentiel les valeurs de cloture de 1998 en utilisant les valeurs de cloture de 1991 a 1997.

Appendice : mise en ceuvre sous R. La commande par (mfrow=c(n,p)) permet d’afficher
n*p graphique sur la méme page.

Obtenir un vecteur aléatoire de longueur n de composantes des variables i.i.d. ~ N(0,1) :
e=rnorm(n) . Multiplier/additionner deux vecteurs composante par composante : x*y, x+y. Prendre
la fonction £ d’un vecteur x composante par composante : f (x). Créer un vecteur par concaténa-
tion : v=c(); v=c(v,1,2,3). Trouver le type d’une variable : typeof (x).

Découper une série temporelle de c(i,j) a c(k,1) : xd<-window(x,c(i,j),c(k,1)).

Les méthodes de lissages exponentiels sont disponibles sous R, gréce a la fonction HoltWinters.
Pour une série temporelle x, cette procédure permet :

— un lissage exponentiel simple :

xlisse <- HoltWinters(x,alpha=a,beta=FALSE,gamma=FALSE),

1. Il est dans ’espace de travail dés que vous lancez R.
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— un lissage exponentiel double paramétre 1 — o’ :
xlisse <- HoltWinters(x,alpha=qa, beta=3, gamma=FALSE) avec a = 1 — (o/)?, 8 =

1-o’
1+a/~ ’ . . .
— un lissage de Holt-Winters sans composante saisonniére :

xlisse <- HoltWinters(x,alpha=a,beta=f,gamma=FALSE),
— un lissage Holt-Winters additif :
xlisse <- HoltWinters(x,alpha=ca, beta=/3, gamma=+, seasonal="’add’’),
— un lissage Holt-Winters multiplicatif :
xlisse <- HoltWinters(x,alpha=a,beta=f,gamma=y,seasonal=""mul”’).
A noter que pour un lissage de Holt-Winters avec composante saisonniére la série temporelle x
doit étre un objet de type série temporelle, défini avec la fonction ts en précisant la saisonnalité.
Les prévisions a I’horizon h sont réalisées a ’aide de la fonction predict :
p<-predict(xlisse,n.ahead=h) (attention le n fait partie de la commande et le h est une variable
qui peut prendre les valeurs 1,2, ...). Un intervalle de confiance (dont le fondement théorique n’a
pas été étudié dans ce cours) peut étre obtenu en validant (A TRUE) 'option prediction.interval.
Tracer la prédiction et la série sur le méme graphique : x1isse=HoltWinters(x,...);
p=predict(xlisse,n.ahead=50); plot(xlisse,p).
Remarque : lorsqu’aucune valeur n’est précisée pour les constantes de lissage, un algorithme
interne a la procédure HoltWinters se charge d’estimer la meilleur constante possible & partir de
la série des observations.






Chapitre 3

Estimation et élimination de la tendance et de la saisonnalité

On observe un processus (X;) et on cherche a le modéliser. La démarche est la suivante :

— Représenter graphiquement (z1, 9, ...,x,) pour repérer tendance et saisonnalité.

— Choisir un modele pour les résidus (ce qui reste et qui est aléatoire) et valider le modéle
(ou invalider le modéle).

— Prédire les réalisations futures a 1’aide du modéle.

3.1. Bruit blanc

DEFINITION 3.1. Un processus de bruit blanc est une suite de variables aléatoires (X;), d’es-
pérance et de variance constante (c’est a dire E(X;) et V(X};) ne dépendent pas de t) et tel que
Cov (X, Xiyn) =0, si h # 0. Si lespérance est nulle, le bruit blanc est dit centré. Si les variables
sont gaussiennes, le bruit blanc est dit gaussien.

3.2. Processus stationnaire

DEFINITION 3.2. Un processus aléatoire (X;);>o est stationnaire s’il est d’espérance constante
(E(X:) ne dépend pas de t) et si les convariances sont stables par translation dans le temps
(Cov(Xy, Xi1n) ne dépend pas de t, quel que soit h > 0). Attention, ce n’est pas la définition
usuelle des ouvrages de probabilités.

Pour un processus (X;);>o stationnaire, on définit la fonction d’auto-covariance par
he€Z— o(h) = Cov(Xy, X¢+n) (ne dépend pas de t),

et la fonction d’auto-corrélation par

hEN*Hp(h):ZEg).

On remarque que la fonction o est paire.

EXEMPLE 3.3. Le processus de la figure 3.2.I] a lair stationnaire. Le processus de la figure
n’a pas lair stationnaire car ’espérance des points parait non constante. Le processus de la
figure n’a pas ’air stationnaire car les Xs;_1, Xop ont 'air d’étre corrélés positivement, ce
qui n’est pas le cas des Xk, Xox4+1. Le processus de la figure n’a pas 'air stationnaire car
la variance des points ne parait pas constante. Le processus de la figure [3.:2.5] a l'air stationnaire
(mais c’est encore plus difficile a dire avec ce type de graphique). (Plus de commentaires en cours.)

3.3. Estimation paramétrique de la tendance

On suppose que X; = m; + ¢, avec m; déterministe et ¢; aléatoire. Dans le cas m; = at + b,
on peut estimer (a,b) par
n
(Zi,g) = arg min Z(xt —at —b)?
a,b =1
(méthode des moindres carrés). Comme d’habitude, on suppose que 'on dispose des observations
L1y « - 3Ty

23
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LEMME 3.4. Les solutions au probléeme de minimisation ci-dessus sont

(T = (21 + -+ 3p)/n).

a = ﬁ (— Z?:l txt + %RETJ
b = n(n122—1) <E?:1 try — (n;—l)nf")
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(La démonstration de ce lemme fait partie d’une feuille d’exercices.) On pourrait aussi chercher
une tendance polynomiale de plus haut degré (par exemple m; = a + bt + ct?), les calculs sont
alors plus compliqués.

FAIT 3.5. (A savoir par ceur.) Pour tout n dans N*,

142440 = n(n+l)

12 + 22 NI n2 = n(n+1)6%2n+1) .
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3.4. Estimation non paramétrique : moyenne mobile

3.4.1. Tendance linéaire. On suppose que X; = my + €, avec m; déterministe et ¢; aléa-
toire. Si m_ est une fonction affine (donc a croissance linéaire) dans un intervalle autour de ¢, on

peut estimer la moyenne par
_ 1 ¢
my = Titk -
T g1 D ok

k=—q

C’est une estimation par moyenne mobile. Par convention,

rz,=x1 sit<0,
Ty =x, Sit>n.

Pourquoi c’est une bonne idée :

1 q 1 q 1 q
e = g Y Y
2qg+1 Pt 2q+1 =y 2q+1 =y
et
1 q
(3.1) — Z Mmeyr = my si m affine,
29+ 1 =
1 q
(3.2) 50+ 1 Z €r+r = 0 si les (€;) sont i.i.d. centrés.
q+ =g

REMARQUE 3.6. Si les (e;) sont i.i.d., on peut toujours les supposer centrés. En effet, si
E(e;) = C # 0, posons m; = my + C et €, = ¢, — C. Nous avons alors X; = mj} + €, avec m}
déterministe et les (€;) qui sont i.i.d. et centrés.
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3.4.2. Tendance linéaire et composante périodique. On suppose que X; = m; + s; + €,
avec m; et s; déterministes et ¢; aléatoire. La fonction m, est supposée affine et la fonction s, est
supposée T-périodique. On peut toujours supposer que

T
ZSt =0
t=1

(quitte a translater s et m d’une constante, dans Uesprit de la remarque|3.6). On peut estimer m;

par la formule
q

~ 1
LY g:q e

Il est avantageux de choisir 2¢q + 1 le plus proche possible d’'un multiple de T'. Pourquoi est-ce que
c’est une bonne idée (on suppose 2¢ + 1 = p X T pour un certain p) :
1< 1 < 1 d 1<
— x = — m —_— s —_
2q+1z t+k 2q+12 t+k+2q+lz t+k+2q+lzﬁt+k
k=—q k=—q k=—q k=—q
avec

1 q
— —0.
2q+1k;qst+’“

Les équations (3.1) et (3.2) achévent de nous convaincre de la pertinence de faire la moyenne
empirique sur une fenétre mobile.

Puis on estime la composante périodique (on dit aussi : saisonniére) en faisant la moyenne sur
toutes les périodes :

(@ — M) + (e — Mygr) + - -+ (TegkT — Mpyrer)
E+1 ’

pour t € {1,2,..., T}, 5 =

avec k = sup{i : t+iT < n},
puis, pour t € {T'+ 1,T +2,...,n}, 5 = 51,

ou t[T] est le reste de la division euclidienne de ¢ par T'. Cette derniére formule fournit un estimateur
raisonnable puisque s. est T-périodique.

3.5. Elimination de la tendance et de la saisonnalité par la méthode des différences
On peut éliminer la partie déterministe sans ’estimer. Fixons 7" dans N* et notons
A+ (Xp)ez = (Xo — Xior)ez
(on notera parfois A = Ar).

PROPOSITION 3.7. Si (X;) est une série temporelle admettant une tendance polynomiale de
degré k > 1 alors (AX:) admet une tendance polynomiale de degré k — 1. Si (X;) est une série
temporelle admettant une tendance polynomiale de degré 0 (c’est a dire une constante) alors (AXy)
a une tendance égale a 0.

DEMONSTRATION. On écrit
Xt = P(t) + €
avec des ¢; aléatoires et P(t) = ag + a1t + - - - + at*. Nous avons
(ATX)t = P(t) — P(t—T) +€t — €t—_T .

La série (¢; — e;—7)¢ est la partie aléatoire de Ar X, la partie déterministe est le polyndme suivant
enyY :
k-1
PY-T)-PY) = a(Y-T)"—a,Y*+> a;(Y = T)" —a;Y".
i=0
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. ) k—1 ; ;
On voit que le degré de > "y a;(Y —T)" — a;Y" est k — 1. Regardons

k
ar(Y =T —a Y* = o) [CYFT] - YH
i=0
Z C}zcyk—sz ,
i=1
qui est bien de degré k — 1 (car ag # 0). Les termes Zi:ol a;(Y —T)"—a;Y" sont de degré < k—2
(les termes en degré k — 1 se simplifiant). Donc P(t) — P(t —T') est exactement de degré k—1. O

LEMME 3.8. Si les (e;) forment un processus stationnaire centré, alors les (e — e;—1) forment
ausst un processus stationnaire centré.

DEMONSTRATION. Nous allons utiliser abondemment la formule suivante :
si X,Y centrés, alors Cov(X,Y) =E(XY).
Nous calculons pour tout ¢ :
E(e: — et—1) = E(et) — E(es—1) = 0 (ne dépend pas de t),
V(e —e-r) = E((e; —er_s)?)
E(e}) + E(ei_r) — 2E(eres—7)
= 2V(e) —2Cov(es, €i—7) (ne dépend pas de t),

et, pour tout h,

Cov(er — -1, €4n — €—14n) = BE((e — €—1)(€t4n — €—T41))
= Cov(et, errn) + Cov(er—r, €t—14p)
— Cov(et, €t—7n) — Cov(er—, €r4n)
(ne dépend pas de t)

O

REMARQUE 3.9. Si on applique k£ + 1 fois A une série dont la tendance est un polynéme de
degré k, on tombe sur un processus dont la tendance est égale & 0 et dont les bruits sont centrés.
Donc on ne tombe par sur un processus nul mais sur un processus qui ne contient que du bruit
(qui est en général d’un ordre de grandeur inférieur au processus de départ).

Dans la pratique, on travaille avec la donnée de (1, ..., ;). Pour appliquer Ar, R utilise la
convention : xp = x1 si k < 0 et xp = x, si £ > n. On a ainsi prolongé la série par des constantes.
En particulier, (A%Lx); avec j < iT ou |j —n| < 4T est calculé avec des différences qui contiennent
qui viennent du prolongement par des constantes. Donc, pour ces termes, la proposition ci-dessus
n’est pas valable. Quand on regarde l'allure du graphe de (A%.x), il faut donc s’assurer que i7" est
petit devant n.

Quand (A%x) et(ALx) sont « petits » et du méme ordre, on considére qu’ils sont constitués
de bruit. On en déduit que (z;) a une tendance polynoémiale de degré i—1. Pour comparer les ordres
de grandeur de deux séries temporelles, on peut regarder les graphes ou les moyennes empiriques.

PROPOSITION 3.10. Dans le cas Xy = my + 8¢ + €; avec my et s; déterministe, €; un bruit et s.
qui est T-périodique, le processus ArX est un processus qui ne contient plus de partie périodique.
De plus, si la tendance est linéaire, elle est également supprimée.

DEMONSTRATION. Nous avons
Xe—Xo r=my—my_1r+e — €.
Si, de plus, m; = at + b, alors
X;—Xop = at+b—a(t—-T)—b+e€ — €1
= al'+ ¢ —e€_p.
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O

EXEMPLE 3.11. On considére zy = § + 3 cos (%r) avec €, ~ N (0;1). Voir la figure m pour
les dessins.

Serie avec fendance lineaire et saisonnalité (période 12)

50
1

bb
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Time
Serie avec la tendance eliminée par la méthode des différences
.
E oo
-
8 °©1
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T T T T T T T
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Time
Serie avec la saisonnalité (et la tendance) eliminées par la méthode des différences
@
5
2 71
o

Time

FIGURE 3.5.1. En haut : x;, au milieu : x; — x4_1, en bas : x; — x;_12 (exemple .

3.6. Test sur la série résiduelle

On aimerait savoir si on est en présence d’un bruit blanc.

LEMME 3.12. Si (ex)r>1 est un bruit blanc, alors ses fonctions d’auto-corrélation empiriques
vérifient

Vada(h) 2% N,

pour tout h dans N*. De plus, les (pn(h))n>1 sont asymptotiquement indépendant (quand n —
+00).
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3.6.1. Test d’hypothéses simple. Toute convergence en loi nous donne une idée pour
construire un test. On veut tester

(HO) Les (e) forment un bruit blanc.

contre

(H1) Les (ex) ne forment pas un bruit blanc.

On commence par fixer un niveau «. La quantité p, (1) s’appelle une statistique (c’est une quantité
que l'on peut calculer & partir des données). Disons o = 0,05. Le lemme ci-dessus nous dit que, si
(HO) est vraie,
P(v/npn(1) € [-1,96;1,96]) — P(Z € [-1,96;1,96]) = 0,95,
n—-4o0o

avec Z ~ N(0;1) (la derniére égalité se lisant dans la table de la loi normale). La procédure de
test est donc la suivante

— sipp(l) € {—1%6; 1’—\/956} alors on considére que (HO) est vraie,

— dans le cas contraire, on considére que (HO) n’est pas vraie.
Si (HO) est vraie, la probabilité de rejeter (HO) a tort est

P(rejeter (HO)| (HO) ) =~ P(Z ¢ [—1,96;1,96])
— 0,05.

La probabilité de rejeter a tort (HO) est donc inférieure ou égale & . Donc nous avons construit
un test de valeur «. La probabilité calculée ci-dessus est la probabilité « d’erreur de premiére
espéce ». Il serait intéressante de bormer aussi la probabilité de I'erreur de seconde espéce

P(rejeter (H1) | (H1) ),
mais c’est plus compliqué.

EXERCICE 3.1. Proposer un test de niveau 0,01 (c’est a dire pour lequel P(rejeter (HO)|(HO0)) <
0,01).

REMARQUE 3.13. Dans le test ci-dessus, (HO) et (H1) n’ont pas le méme statut. L’esprit est
qu’on suppose (HO). Sous (HO), une certaine statistique doit suivre une loi N'(0; 1), donc ne doit
pas étre trop loin de 0. Si cette statisque est trop grande en valeur absolue, il n’est pas crédible
qu’elle soit de loi A/(0;1) et on doit donc rejeter (HO) (a contre-cceur).

Si nous voulons faire un test de niveau (ou valeur «) (on dit aussi : de niveau de confiance
1 — a), il faut trouver M tel que P(Z € [-M; M]) > 1 — « et rejeter (HO) si [v/np,(1)] > M.
Ceci assure que la probabilité de rejeter (HO) a tort est plus petite que a. Dans la pratique,
on regarde dans une table de la loi gaussienne et on prend le M le plus petit possible tel que
P(Z €] —oo; M]) > 1 — «/2 (il n’y a pas forcément de M dans la table tel que nous ayons
légalite).

Nous pourrions prendre M’ > M, ce qui conduirait aussi & P(|Z] > M') < « et donc
a un test avec P(rejeter (HO)|(HO0)) < «. Mais ce test aurait une erreur de seconde espéce
(P(rejeter (H1) | (H1) )) plus grande. C’est pourquoi nous cherchons M le plus petit possible
tele que P(Z €] —oo; M]) > 1 —a/2.

3.6.2. Test d’hypothéses plus sophistiqués. Dans la pratique, on utilise des statistiques
plus compliquées (qui ont des limites en loi remarquables). Par exemple,

h
Qn=nY_ pn(j)
j=1

converge en loi (quand n — +00) vers une loi x?(h) (une loi du chi-deux a h degrés de liberté). On
peut tester les hypothéses ci-dessus en disant que l'on rejette (HO) quand @, > X%,ka (qui est
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le a-quantile de la loi limite). Voir le cours de statistiques pour la définition du mot « quantile ».
Le langage R utilise la statistique

P (9)

n—j

h
Qn.Lp =n(n+2) Z
=1

(qui est aussi, asymptotiquement, de loi x?(h) (voir les feuilles de TP et la fonction Box.test).

REMARQUE 3.14. Pour des raisons de vitesse de convergence, on se limitera & un lag inférieur
a 10 dans l'utilisation de Box.test. Soit X de loi x?(h). La fonction Box.test avec un lag égal a
h renvoie la valeur numérique de P(X > @), 5). Notre test (de niveau «) consiste a rejeter (HO)

quand Qn,.B > Xh,1—a- NOUs remarquons que
Qn,LB > Xhl—a < P(X > Qn,LB) < .

Donc notre test revient a rejeter (HO) quand P(X > Q. 15) < a.
3.7. Exemple : un systéme proies-prédateurs

On s’intéresse aux nombre de lynx capturés par la compagnie de la Baie d’Hudson, données
annuelles de 1821 a 1934El Nous noterons z la série (voir le graphique des données dans la figure
3.7.1). Nous tragons les auto-corrélations dans la figure Au vu des auto-corrélations, la série

- |
%' ||‘ ‘

s é_ ||‘| ﬂ ‘\ ‘ |
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= | | | | | (|

v || iy
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FiGURE 3.7.1. Lynx capturés

semble étre périodique de période 10. Nous utilisons ensuite la méthode des moyennes mobiles
pour faire appaitre la composante saisonniére, la tendance et la partie aléatoire de la série x (voir
ﬁgure. Testons maintenant la blancheur des résidus au niveau a = 0, 05. Nous obtenons une
p-valeur inférieur a 2,2.107!¢ donc inférieure & a. Il y a donc quelque chose qui ne va pas dans
notre modéle. C’est a priori surprenant puisque nous avons fait peu d’hypothéses. En fait, la seule

1. pour télécharger le fichier :
https://math.unice.fr/ “rubentha/enseignement/annual-numer-of-lynx-trapped-ma.txt
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Series data
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FIGURE 3.7.2. Auto-corrélations

hypothése que nous faisons c’est qu’il y a quelque chose de périodique dans x. Et c’est justement
cette assertion qui est fausse.

La taille de la population de lynx suit une équation de Lotka-Volterra (dans un systéme
proies-prédateurs). Le nombre de prises est proportionnel & la taille de la population. Les lynx
se nourrissent essentiellement de liévres. En gros, quand il y a beaucoup de liévres & manger, la
population de lynx augmente, jusqu'a ce que les lynx mangent une grande partie des liévres et
se retrouvent affamés. La population de lynx baisse alors. Les liévres étant moins chassés, leur
population se met a augmenter et le cycle recommence. Voir les livres [HSD13, WH99|
pour plus de détail sur ce systéme proies-prédateurs (en temps continu, mais ¢’est pareil en temps
dicret).

La taille de la population a un comportement quasi-périodique mais n’est pas périodique, ce
qui fait que notre méthode de moyenne mobile fonctionne mal.

3.8. Feuille d’exercices numéro 3 (durée : 3h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
Pexporterez au format pdf.

3.8.1. Données AirPassengers. Nous étudions la série chronologique du nombre de passa-
gers par mois (en milliers) dans les transports aériens, de 1949 & 1960. Cette série est disponible
sous R (AirPassengers).

(1) Estimation paramétrique de la tendance

(a) Représenter graphiquement la série. Ce processus vous semble-t-il stationnaire ? Présente-
t-il des tendances et saisonnalités ?
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FIGURE 3.7.3. Décomposition par moyenne mobile

(b) Estimer les paramétres d’une tendance linéaire at + b par la méthode des moindres
carrés (voir exercice [1] de la section

(c) Supprimer cette tendance et représenter graphiquement la série ainsi obtenue. Vérifier
que la série des résidus est de moyenne nulle.

(d) Calculer et représenter 'auto-corrélation de la série des résidus.
(2) Méthode des différences
(a) Appliquer la méthode des différences pour enlever la tendance et la saisonnalité. Préciser
la période de la saisonnalité, le degré du polynéme de tendance.

(b) La série obtenue semble-t-elle stationnaire ?
(3) Méthode des moyennes mobiles

(a) Appliquer la méthode des moyennes mobiles pour enlever la tendance et la saisonnalité.

(b) Faire un test pour savoir si la série obtenue est une bruit blanc (utiliser fonction
Box.test). On prendra (HO)=bruit blanc, (H1)=pas bruit blanc, probabilité de re-
jeter (HO) a tort=« avec a = 0, 05.

3.8.2. Données simulées. Récupérer la série temporelle contenue dans le fichier
https://math.unice.fr/~“rubentha/enseignement/simulation.dat. Cette série a été simulée
a partir d’un processus relativement simple. Essayer de le retrouver !
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Appendice :
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(1) Analyser qualitativement cette série temporelle.

(2) Pouvez-vous proposer une modélisation pour cette série (c’est-a-dire définir le processus
X; qui a généré cette série) ? Indication : la partie saisonniére est de la forme a cos(tm/b)

ou asin(tw/b) ... a vous de deviner!

utiles dans les questions ol on en a besoin pour la premiére fois.

La commande as.numeric transforme une série temporelle en vecteur (ce qui
est utile pour certaines opérations).

Question Utiliser la commande acf(...) pour calculer les autocorrela-
tions empiriques (voir corrigé du premier TP).

Question La fonction diff.ts(serie,lag=T,difference=k) (ou diff
tout court) permet d’appliquer opérateur de différenciation A’;«.

Question La fonction decompose permet d’extraire d’une série tempo-
relle (via la méthode de la moyenne mobile)
(serie_decomp<-decompose(serie,type=c(*’additive’’,”’mutltiplicative’’),
choisir *’additive’’,’’multiplicative’’ mais pas les deux en méme temps)

— la composante saisonniére : serie_decomp$seasonal, que l'on sup-
pose additive ou multiplicative dans 'option type,

— la tendance : serie_decomp$trend,

— la partie aléatoire stationnaire de la série : serie_decomp$random.

Question La fonction Box.test(serie,lag=H) examine I’hypothése nulle
de nullité des H premiére auto-covariance, a ’aide du test du portemanteau.
Par défaut H est fixé a 1, et seule la nullité de 'auto-covariance d’ordre 1 est
testée. Pour tester si la série peut-étre apparentée a un bruit blanc, nous fixerons
arbitrairement un H de I'ordre de 20 (nous considérerons abusivement que si
les 20 premiéres auto-corrélations sont nulles, la série est indépendante). La
premiére valeur affichée est la statistique du test. La p-value est la probabilité
d’obtenir une valeur aussi élevée sous ’hypothése nulle. Si nous voulons faire
un test au niveau de confiance 0,95 : dans le cas ou cette valeur est < 0,05,
nous rejetons ’hypothése nulle.

mise en ceuvre sous R. Les indications concernent le premier exercice (on
réutilisera les mémes commandes pour Uexercice suivant). Nous mentionnons ici des commandes



Chapitre 4

Modélisation des séries stationnaires et des séries
non-stationnaires

4.1. Auto-corrélation partielle

DEFINITION 4.1. Pour un processus stationnaire (X;), le coefficient de corrélation partielle
(on dit aussi corrélation partielle) entre X, et X est

1
TXQ,...,Xn (Xl, Xn) = m COV(X1 — ]E(X1|X27 e 7Xn—1)7 Xn - E(X7L|X2, N 7Xn)) ,
le coefficient d’auto-corrélation partielle en h est défini par
r(h) =rx,, . x,_,(X1,Xn) pourh>2

—h) =r(h) pour h < —1.
Pour un processus stationnaire,
r(h) =7TXpi1 X pin_1 (Xn, Xngn) pour tout n.
Donc on va pouvoir estimer ces coefficients en faisant des moyennes empiriques (c’est ce que fait
la fonction pacf de R)
4.2. Les processus linéaires généraux

Soit (Y;) une série qui est observée et soit (e;) une série de bruit qui n’est pas observée.
Nous voulons écrire (Y;) comme une combinaison linéaire des (e;), c’est-a-dire que nous
voulons expliquer la série observée par les perturbations aléatoires passées.

(4.1) Yy =€t +res_1 + 1Yo+ -

Si c’est une somme infinie, des conditions spécifiques doivent étre placés sur les coefficients pour
que la somme soit convergeante.

EXEMPLE 4.2. Supposons que (4.1]) a la forme spécifique suivante

(4.2) Yi=e+ve1+¢%e ot =) ve; =1
=0

Ici, la condition pour que la somme dans (4.2)) soit convergeante est : |¢)| < 1. Nous avons
E(Y;) =0 (vt)

0_2
V(Y) = == (V1)

1—¢? D e
Cov(Yy, Y1) = Tz et Cov(Yy,Yik) = e (Vt)
Cov(Yy,Yi_1) Cov(Yy,Yi_g)
S = Y et Ty = vk (V)

La processus est stationnaire : I'autocovariance ne dépend pas au temps t, seulement du
décalage du temps (lag) k.

35
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Avant de nous lancer dans le reste de la section, nous avons besoin de définir quelques notions.
On définit 'opérateur de décalage sur les suites stationnaires :

Y1 sit>1
L : (Y} — | L(Y); =
(=0 ( o {0 sit= 0> t>0

(ici, (Y:) est une suite stationnaire). Pour un polynéme P € C[X]| (P(X) = ap+ a1 X+ -+ a, X,
n étant le degré de P), nous définissons l'opérateur P(L) par :

aVi+a Y, 1+ +aY, sit>n,

P(L) : (Yiizo = (PL)(Y)r) avee P(L)(Y): = {0 .

Nous remarquons que pour deux polyndomes P et Q :

P(L)Q(L) = (PQ)(L),

ot le produit de gauche est la composition.

LEMME 4.3. Pour A\ un nombre complexe de module < 1, l’opérateur 1 —AL admet pour inverse

+o0
(1=AL)" =) (AL)*.
k=0
DEMONSTRATION. Pour toute suite stationnaire (Y;);>0, nous regardons a ¢ fixé :
“+oo t
D ((ADMY), = MYk,
k=0 k=0

qui est une somme finie. Donc la suite

+o00
<Z(AL)’“Y>
t>0

k=0

est bien définie. Nous avons

oo (AL)*
Y = (Yo,v,...) =80

N (Yo, (Y1 + AYD) — AYG, (Ya + AY; 4+ A2Ya) — A(Y; + AYp) — A%Yp,...)

= (Yo, \1,Ys,...).
Donc (1—AL) 3720 (AL)* = Id. On montre facilement de méme que Y/ 25 (AL)*(1-AL) =1d. O

Yo, Vi + AYp, Vs + Vi + A2V, ..

4.3. Les processus auto-régressifs

DEFINITION 4.4. Un processus (X;) est dit auto-régressif d’ordre p centré s’il vérifie

P
(4.3) X =€+ Zant—j , pour tout ¢ > 0

j=1
(avec p € N*, a, # 0) avec des ¢ qui forment un bruit blanc centré de variance o? (p € N*,
ai,...,ap € R), tels que ¢ est indépendant de X;_q1, Xy_o, ... pour tout ¢. Par convention :
X_j = 0 pour tout k dans N*. On dira aussi que (X;) est un processus AR(p).

n

On dit que le X, "s’explique " par les p observations précédentes (X;—1,Xi—2,- -+, Xi—p).
Dans cette définition, le processus (&) s’appelle processus des innovations.

EXEMPLE 4.5. AR(1)
(4.4) Yi=aYi1+e
Nous supposons que la série (Y;) est stationnaire, et de moyenne zéro.

V(Yi) = %5 (V1)

a2

COV(}/ta }/tfl) =2

1—a?

2 2
< et Cov(Yy, Yy _p) = aF 2=

1—aZ?

(Vt)
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Cov(Y3,Yi-1) Cov(YYiok) _ ,k

V() V()

Vu la forme de la covariance, on pourrait suspecter que |a| < 1 si la série est stationnaire.
Mais pour le justifier rigoureusement, nous devons aller plus loin dans I’étude des propriétés d’un
modéle AR.

L’inversion d’un modéle AR(1) et la condition pour la stationnarité

Nous écrivons récursivement

=aet

Y; =aYi_1 +e=e +a(aYi_o+e1)
Yi—1
Si nous répétons la substitution & — 1 fois, nous arrivons a
(4.5) Y, = e +aei_1 + a’es_g+ -+ aFrey_jpyq + aFYiy,

Ce qui resemble I’équation (4.2). Si nous laissons k — oo, il y a convergence si et seulement si
la] < 1 et nous I’équation (4.2)). Dpnc la condition pour la stationnarité semble étre |a| < 1.

EXEMPLE 4.6. AR(2)
(4.6) Yi=a1Yi 1 +a2Yi 2+ e

En utilisant I’ opérateur de décalage L, avec L(Y;) = Y;_; et en general L*(Y;) = Y;_;, alors (4.6)
peut s’écrire :

(4.7) (1—a1L — ayL?)Y; = ¢
On défini le polynéme caractéristique de la relation (4.6) :
(4.8) P(X)=1-a1 X — ap X?

Pour que l'opérateur (1 — ¢ L — ¢oL?) soit invertible, il faut placer des conditions sur les
racines de P (nous verrons plus loin quelles sont ces conditions). Aprés, nous transformons (4.7))

(4.9) Y(L) = (1 —a1L — apL?)~!
(4.10) Y = (L)er
Pour inverser ¢(L), on fait comme si on développait une fraction en série entiére :
1
1-— alL - G,QLQ
Ainsi, (4.10]) devient

(4.11) Yi =€ +a1ei—1 +ases_o+ -

=14 a L+ ayl?+ (a1 L+ aoL?)? + ...

Nous arrivons & la forme inversée infinie. Pour préciser la forme des coefficients dans (4.11}) , nous

appelons r1, 79 les racines du polynéme caractéristique et Ry = %, Ry = % Nous avons alors la

factorisation
1 B 1 _ A, B
1—a1z—asz?2 (1—Ryz)(1—-Rez) 1—Riz 11— Ryz
A= T2 B— —T
T9 —T9 To —T1

1 i . o
4.12 _ = AR + BRY)Z*
(4.12) 1 arr — ay? ;( R} + BR3)z

Il est donc clair qu’on a besoin d’ étudier les racines du polyndéme caractéristique.
Nous savons que.

. :al—l—\/a%—&—élag I a? + 4as
! 2&2 2 20,2
Et (puisque r1 X 19 = —1/as)
B = — _—a1 ++/ai +4day By — _—ap —y/ai +4ay
1= —Tr2 Xazx= B) 2 = —T1 Xaz = B)
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Par (4.12)), il est clair qu’il faut |R;| < 1 for i =1,2
Racines réelles. Pour avoir deux solutions réelles il faut a% + 4a9 > 0. Nous voulons :
a; —+/a? + 4asy L@ +/a? + 4as -1
2 2 '
Racines complexes. Pour avoir deux solutions complexes il faut a? + 4as < 0 Ici, les Ry, Ry
sont complexes conjuguées et donc
|Ri| = |R2| <1< |Ri)* <1

a? + (—a? — 4a
|R1|2: 1 ( 41 2):—(12

-1<

Et alors, la condition est : |az| < 1.

PROPOSITION 4.7. On associe le polynoéme de R[X] suivant a I’équation
AX)=1-a1 X — - —apXP.

Si les racines (dans C) de ce polynome sont toutes de module strictement supérieur ¢ 1 alors il
existe un processus stationnaire (Xy) vérifiant et tel que €; est le bruit d’innovation pour ce
processus (c¢’est & dire que, pour tout t, € est indépendant de Xy—_1, X¢—2,... ).

REMARQUE 4.8. La condition " racines de A de module > 1 " n’est pas nécessaire & l’existence
d’une suite stationnaire vérifiant (4.3)). Voir le chapitre 5 de ’édition en anglais de [GM97| pour
plus de détails.

DEMONSTRATION. On peut toujours développer la fraction rationnelle 1/A(z) (z € C) dans
un voisinage de 0

1 1
=1—(a1z+ - +apzP) — (a1z+ - +apzF)? — ...

A(z) - l—a1z— - —apzP
:1+alz+a222+...

pour certains coefficients a1, ag, ... (on remarque que ces coefficients sont dans R). Plus précisé-

ment, nous avons pour tout z,
1 ﬁ 1
A(z) 1—wz)’

i=1
ot 'ensemble des racines de A est {1/uq,...,1/u,} (les racines apparaissent avec leur multiplicité).
Done, pour z tel que |z| < inf;(1/|u;|), nous pouvons développer en produit de séries entiéres

1 P[40
_ k_k
i -T2
i=1 \k=0
Quand on développe le produit ci-dessus, le coefficient de 2" est

Oy = Z u{l...uip.
Jisee s Jp >0
Nt t+ip=n
Donc
(n+1)”

(413) |an‘ < (Sup |u’i|)n p|

(nous utilisons : #{(j1,...,Jp) € NP : j1+---+j, =n} = (";7!1)17 , qui nécessite un petit calcul).

On suppose que l'on dispose d’un bruit blanc (ex)gez. On fixe ¢t dans N et on s’intéresse a la
suite (Y = ¢ + o1 + -+ ape—p)p>1. La série ) | oy, | est convergente (petit exercice sur
la convergence des séries, c’est ici que on utilise que sup; |u;| < 1) donc la série 3, -, a2 aussi.
En particulier, pour tout § > 0, il existe N dans N tel que

n>N=Vk>0,a2+a2, + - +a2,, <J.
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Pour tout n > N et £ > 0, nous avons alors

E((Yn - Yn+k)2) = E((an+let—n—1 + -+ an+k€t—n—k)2)
= (0‘%+1 ot O‘i+k)‘72
< 4§

Donc la suite (Y;,),>1 est une suite de Cauchy dans L?(P) (I'espace des variables aléatoire réelles
de carré intégrable, muni de la norme L?). Comme cette espace est complet, la suite (V,)n>1
converge dans L? vers une limite que nous noterons X;. Nous pouvons écrire

(414) Xi =€+ o161 + o€+ ...

(en considérant le terme de droite comme une limite dans L?).
Nous aimerions montrer que cette limite a aussi lieu p.s. Soit 6 > 0. For all n > 1,

P([Y, — X¢| 26) = P((0nt1€—n—1 + Qni2€r—n_1+...)> > 6%)
£ n —n= n —n— )2
(inégalité de Markoy) < CU@nti€n—t®Oniscina+..)")
52
— 0-2(0[31—1-1 +O[3H_2 +)
= i '
Et donc
20,2 2
SP(Yn-Xi20) < ) i G +;n+2 +.-.)
n>1 1
2
o
n>2
< o0

(petit exercices sur les séries a partir de ’équation (4.13)). Le lemme de Borel-Cantelli nous dit
que, p.s., il existe un N tel que, pour n > N, |Y;, — X;| < §. Ceci est valable pour tout § > 0, donc

(attention, nous sautons une étape de la démonstration) Y, Li) X;.
n—-+0oo

Montrons que les X; que nous venons de définir vérifient la relation de récurrence (4.3). Nous
avons, pour tout ¢,

Xt —althl — —apXt,p = €+ o161+ a2+ ...
—ai(€—1 + a1+ a3+ ...)
—ap(€—p + 1€—p_1 + Q26_p_2+ .. .)

€+ e—1(a1 —a1) + e—a(ae — a1 — ag)

(convention ag = 1)

+...
teklon— Y on_ia)
1<i<kAp
+...
Nous avons, pour tout z dans un voisinage adéquat de 0,
1
1 = A(z) x —
(2) A0
= (l—az——apP) x (1 +a1z+az? +...).

Si nous développons ce dernier produit, nous trouvons une série entiére dans laquelle le coefficient

de 2" (n > 1) est
an— > akia,
1<i<nAp

qui doit étre nul puisque la série vaut 1. Donc

Xt — alXt_l — = apXt_p = €¢ .
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On montre facilement que la suite (X;);>1 est sationnaire (exercice) (voir la définition [3.2). O

PROPOSITION 4.9. S’ existe un processus stationnaire (X¢)i>o satisfaisant la relation de
récurrence de l’équation alors sa fonction d’auto-covariance vérifie :

(4.15) pour h >0, o(h) = a10(h — 1)+ ao(h —2) +---+apo(h —p),
et 0(0) = 0® + ayo(1) + azo(2) + -+ - + a,o(p),
et sa fonction d’auto-corrélation vérifie
pour h > 1, p(h) = a1p(h — 1) + asp(h —2) + -+ -+ app(h — p) .
DEMONSTRATION. Nous avons pour tout ¢ et tout h > 1,
Cov(XiXivn) = E(XiXin)
P
a(h) = E(Xi(errn+ Y aiXitni))

=1
p
o(h) = 04> ajo(h—1i)
i=1
et

o(0) =V(X;) = E(Xi(er+ Y aiXi—;))

i=1

= E(Xier) + Y aio(i)
i=1
= E((e+ Y aiXii)e) + Y aio(i)
i=1 =1

P
(car ¢ ind. de X, pour j <t) = o*+ Zaio(i).
i=1

Le polynome caractéristique de la relation de récurrence de I’équation (4.15]) est

_ aq a
B(X)=XP—a;XP 1 —...—q, = XP(1—Y—..-—X—’;)

1
= XPA(=].
(%)
Dong, si les racines de A sont de modules > 1, alors celle de B sont de module < 1. Si les racines
de B sont distinctes égales & A1, Az, ..., Ap, les solutions de (4.15) sont de la forme

p
o(h)=> e\l
i=1

(voir [Gou08|, p. 196 pour plus de détails). On en déduit le résultat suivant.

LEMME 4.10. S7il existe un processus stationnaire (X;);>o satisfaisant la relation de récurrence
de léquation et si le polynome de la relation de récurrence a des racines qui sont toutes de
module > 1, alors la fonction d’auto-covariance du processus décroit exponentiellement quand
h — +oo (et donc sa fonction d’auto-corrélation a le méme comportement).

PROPOSITION 4.11. S’il existe un processus stationnaire (Xi)i>o satisfaisant la relation de
récurrence de l’équation alors sa fonction d’auto-corrélation partielle vérifie :

r(h)=0sih>p+1.
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DEMONSTRATION. Soit h > p + 1. Nous calculons pour ¢ quelconque :
E(XinlXev1, - Xegvno1) = Elegpn +arXepn—1+ -+ apXepn—p| Xegt1, -, Xegno1)

= a1 Xppp1++apXipnp,

Xt+h - E(Xt+h‘Xt+1a cee 7Xt+h71) = €t+h

E(X¢| Xtq1,- 00, Xepno1) =

1
E <_a(Xt+p —€tip — A1 Xpyp1 = = ap1 X4 1) [ Xig1, - 7Xt+h—1> =
P

1
- ;(Xt+p —arXeppo1 — o —ap1Xep),
P

€
Xy — E(Xt|Xt+1, e 7Xt+h—1) = % )
P

Donc
Cov(Xign — E(Xiqn| Xegr, oy Xegn—1), Xt — E(X¢|Xi41, ..., Xign-1)) =0.

4.4. Les processus moyennes mobiles

DEFINITION 4.12. Les processus en moyenne mobile
Un processus en moyenne mobile d’ordre ¢ est un processus de la forme

(4.16) Xt =€ +bre—1+ -+ bget—q, pour tout t >0

(avec ¢ € N*, b, # 0) avec des (€;) qui forment un bruit blanc centré de variance 0. Par conven-
tion : e_g = 0 pour tout k& dans N*. On dira aussi que (X;) est un processus M A(q).

Pour un bruit blanc centré (e;), un tel processus existe toujours et est toujours stationnaire.

PROPOSITION 4.13. L’auto-covariance d’un processus M A(q) vérifiant l’équation VEéri-
fie, pour h >0,

o(h) = o? ZZ;gbkah sih <gq,
0 sth>q,
sous la convention by = 1.

DEMONSTRATION. Nous calculons

() ()

0 sih>gq,
—h .
Z:q E(et_kbket_kbk+h) smon .

E(X:X¢in)

De la proposition et de I'équation (4.14)), nous déduisons le corollaire suivant.

COROLLAIRE 4.14. Sous les hypothéses de la pmposition le processus AR(p) stationnaire
vérifiant ’équation de récurrence peut s’écrire comme un processus AM d’ordre infini (au
sens de l’équation (dans laquelle la limite a lieu p.s. et dans L?).

La démonstration du résultat suivant étant similaire a la démonstration de la proposition .7
nous le citons comme un simple corollaire.
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COROLLAIRE 4.15. St (X)i>0 est un processus AM (q) satisfaisant [’équation et si le
polynome B(X) = 1+ 01X + -+ + b, X7 n'admet que des racines de module > 1 , alors (X3)
peut s’écrire comme un processus AR d’ordre infini et tel que €; est le bruit d’innovation pour ce
Processus.

En particulier, sa fonction d’auto-corrélation partielle vérifie :
r(h) — 0.
h—+oo

En effet, en partant de I’équation , on peut exprimer ¢; en fonction de X;, X;_1, ... pour
tout ¢ (de méme qu’en partant de l'équation , on peut exprimer X; en fonction de €, €1,
... pour tout t). Pour plus de détail voir [GM97] (ces questions sont développées au chapitre 5
de ’édition en anglais de ce livre).

4.5. Les processus mixtes ARMA (p,q).

DEFINITION 4.16. Un processus auto-régressif en moyenne mobile d’ordres p, ¢ (tels que pxq #
0) est un processus qui peut s’écrire

P q
(4.17) X, = Z%thk + Z bje;—; , pour tout t > 0,
k=1 j=0
ot les (¢;) sont des bruits blancs centrés de variance o2. Par convention : X_j = e_j pour tout k
dans N*. On dira aussi que (X;) est un processus ARM A(p, q).
On peut toujours écrire

Xi—ar Xy 1 — - —apXy p=€+bieg_1 4+ +byes_q,
d’ou la relation
Cov(Xpyn —ar1Xpwn—1— - —apXpgh—p, Xt) = o(h)—aro(h—=1)—---—ayo(h —p)
= Cov(ertn +bi€yn_1+ -+ bg€ipn—q, Xt) .
Cette derniére quantité est nulle dés que h > g. Les auto-covariances d’un processus ARM A(p, q)
vérifie donc la méme relation de récurrence que celles d’un processus AR(p) a partir d’un cer-

tain rang. Donc ces auto-covariances (ainsi que les auto-corrélations correspondantes) convergent
exponentiellement vite vers 0 & I'infini.

PROPOSITION 4.17. On s’intéresse a la relation de récurrence ci-dessus. On définit les

polynomes

AX)=1-a1 X —-- —aqpX?, B(X)=14+01 X +---+ b, X1
Si les racines de A et B sont de modules > 1, alors il existe un processus stationnaire vérifiant la
relation et tel que ¢; est le bruit d’innovation pour ce processus.

Si les racines de A et B sont de module > 1 alors : " (X;) ne vérifie pas de relation de
récurrence plus courte que " impligue " A et B n’ont pas de racine commune ". Si on
suppose, de plus, que les (€;) on des densités par rapport a la mesure de Lebesgue, alors les deux
propositions sont équivalentes.

REMARQUE 4.18. Pour plus de détail voir [GM97] (ces questions sont développées au chapitre
5 de I’édition en anglais de ce livre).

DEMONSTRATION. [Démonstration partielle de la proposition [4.17] Supposons que A et B
n’ont que des racines de module > 1. Supposons, de plus, que A et B ont une racine commune,
nous allons montrer que (X;) et (e;) vérifie une relation plus courte que (4.17). Notons 1/A une
racine commune & A et B. Nous avons donc p > 1 et ¢ > 1. Nous pouvons écrire

A(X) = (1= AX)A1(X), B(X) = (1 - AX)B, (X)
avec Ay polyndéme de degré p — 1 et By polynome de degré ¢ — 1. Nous avons
A(L)X = B(L)e
(1-AMD)A (L)X = (1-AL)B1(L)e
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(1—=AL)" Y1 = AL)A(L)X = (1-AL)"'(1 —AL)By(L)e
A(L)(X) = Bi(L)e.

EXEMPLE 4.19. Soient

- (1-2) (-2 - () (0).

Nous avons

5 X2
AX) = 1—--X+—
(X) Xt
X X2
BX) = 1————/.
(X) 4 8
On s’intéresse au processus ARM A(2,2) (stationnaire) vérifiant la relation de récurrence :
) 1 1 1
4.18 Xy — =X —Xi o=€——€_1— —€_2.
(4.18) t6t1+6t2 € 617 g2

Les polynémes caractéristiques de cette relation sont les A, B ci-dessus. Ils ont une racine com-
mune (2). Nous allons montrer que (X;), (¢;) vérifient une relation de récurrence plus courte que

(4.18).Soit la suite
5 5 1 5 1
(Y(%Yl,}/é,"'v}/tv"') = (X()ﬂXl*EXOaXZ*6X1+6X07"'7Xt7éXt—l+6Xt—27"')
IEPRS SRS B IR SRS W
= (€o€1 460762 461 8€o,~~-,€t 4€t—1 86t—27~-~ .

Par convention, X_j = e_; = 0 pour tout k¥ dans N*. Et donc :

5 1 5 1
Xo =X0—6X71+6X727 X=X — 6X0+6X71-

Calculons maintenant

1 1 1 1 1
Yoo Vi+ =Yy, Yo+ =-YV1 4+ Yo,... . V1 + =Y, o+ =Yy,...).
(0,1+2072+21+22 25 7t+2t1+ +2t 05---)
Le terme général de cette suite est
+oo
1 1 1
Vit Y=t Yo=Y Ve
t+2t1 +2t0 k702ktk,

puisque les termes de la somme sont nuls & parti d’un certain rang. Donc, pour tout ¢t > 0 :

1 1 =1 5 1
}/t —+ 5}/;_1 — e 4 ?YO = kz_o 27 (Xt_k - éXt—k—l + 6Xt—k—2>
. 5y Ly +°°X 1 15 11
R AR A AP DRl Cr e AT
1 = 1
- thgXt_lJrZXt_jEA@)
j=2
1
= Xt_gXt—1~
De méme :
Y, + 1y, + iy s 1 L !
Y — e — = — € — €1 — =€ g
e 51 ot 10 k702ktk g Ct—k=1 T gt—k—2

B 1 1 = (1 11 1.1
-t Tyt *J;GH 2 211 27728
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—+oo

1 1
= € + 16,3,1 + E Gt,ng(Q)
Jj=2
1
= € + 16,571 .

Nous avons donc la relation :

1 1
X, — §Xt—1 =€ + 61, pour tout t € N*.

4.6. Tableau des propriétés

Modéle \ MA(q) \ AR(p) | ARMA(p, q) |
auto-corrélation ph)=0sih>q| ph) — 0 |ph) — 0O
h—+oc0 h—+o00
auto-corrélation partielle r(h) — 0 r(h)=0sih>p|r(h) — 0
h—+o00 h—+o0

TABLE 1. Tableau des propriétés

Voir a la fin du chapitre pour des illustrations de ce tableau (pages tirées du polycopié [Jac]).

Ces propriétés servent a identifier la nature des séries temporelles. Sous R, on utilisera les fonc-
tions acf, pacf qui tracent, respectivement, les p(h) et les 7(h) (les auto-corrélations empiriques
et les auto-corrélations partielles empiriques). Le logiciel trace en plus un niveau bleu horizontal
en y = my tel que pour tout h, P(|p(h)| > my|p(h) = 0) = o (en général, le niveau o est fixé a
0,05) (la situation est la méme pour les auto-corrélations partielles empiriques). On peut fixer «
en ajoutant 'option : acf(...,ci=alpha). Un p(h) sous la courbe bleue est donc non significatif
(au niveau «). Le raisonnement est le suivant : on suppose p(h) = 0, si [p(h)| < mq, on considére
qu’il n’est pas nécessaire de revenir sur cette hypothése de départ. La probabilité de rejeter a tort
I’hypothése " nulle " (p(h) = 0) est a.

Mais quand on veut utiliser le tableau ci-dessus, on cherche & savoir & partir de quel indice
les p(h) sont nuls (par exemple), pas si I'un d’eux est nulﬂ Si on s’intéresse a la nullité de
(p(n),p(n+1),...,p(n+1— 1)), on pourrait vouloir trouver 3 tel que

P3he{nn+1,....n+1-1}, p(h) > mgl(p(n),...,p(n+1-1)) =(0,...,0)) < .
Les p(h) sont supposés indépendants donc la probabilité ci-dessus est
1 =P(Vh, [p(h)| <mg|...) = 1-(1-p)
I8 +0(B)
(quand B est petit). Donc on prend, en général, 5 = a/l.

Si on appelle les fonctions acf ou pacf sans préciser le lag.max, le logiciel le fixe par défaut a
10logyo(n) (ou n est la longueur de la série). La raison est que on ne veut pas prendre le lag.max
trop grand parce que les moyennes empiriques ne convergent pas bien pour i grand. On conseille
en général de prendre n > 50 et h < n/4 (voir [BD02], p. 60 et [BJROS], p. 32).

4.7. Les modéles des séries non-stationnaires

4.7.1. Définitions théoriques : ARIMA et SARIMA . Ce sont des généralisation des
processus ARM A aux cas non stationnaires, avec tendance polynémiale (ARIM A) ou avec une
saisonnalité (SARIM A). Ce sont les processus directement utilisés par R.

DEFINITION 4.20. Le processus (X¢);>0 est un processus ARIM A(p,d, q) si le processus Y; =
A4X, est une processus ARM A(p, q).

Les processus ARIM A(p, d, q) sont donc bien adaptés a I'étude des séries temporelles présen-
tant une tendance polynémiale de degré d — 1.

1. Voir https://xkcd.com/882/|sur le probléme des tests multiples.


https://xkcd.com/882/
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DEFINITION 4.21. Le processus (X;)¢>o est un processus SARIM A(p,d, q,T) si le processus
Y; = Ar o AYX; est un processus ARM A(p, q).

Les processus SARIM A(p, d, q,T) sont donc bien adaptés a 1’étude des séries temporelles qui
présentent une saisonnalité de période T' et qui ont une tendance polynomiale de degré d — 1.

REMARQUE 4.22. Attention, il existe dans la littérature des définitions de processus SARIM A
plus complexes.

Dés qu’une série n’est pas de moyenne constante, elle est non-stationnaire. Pour qu’une série
soit stationnaire il faut que se moyen et sa covariance ne dépendent pas du temps t. Nous com-
mencons par quelques exemples de processus non-stationnaires. Dans toutes les exemples essayez
vous-mémes de calculer I’espérance et covariance pour vous familiariser avec les sommes infinies
et calculs.

4.7.2. Quelques exemples.

EXEMPLE 4.23. Soit un processus (X;) tel que E(X;) = 0 pour tout ¢. Soit une suite de
variables aléatoires (u:) telle que E[u:] = ¢(¢) avec ¢ une fonction non constante. Alors

Yy = pu + Xy

est une série non-stationnaire. On peut aller plus loin dans cette “catégorie” de modéles non-
stationnaires en écrivant ’example sous la forme

(4.19) Yi=a+ 6t +¢v(L)e
(L) comme dans . Une partie de la série a une tendance linéaire et ’autre est stationnaire.
EXERCICE 4.1. Calculer : ’espérance, la variance et la covariance du processus
Yi=a+dt+e
(les (e;) sont i.i.d. de moyenne nulle et de variance 1).
EXEMPLE 4.24. Soit un processus pour lequel le condition de la stationnarité est violé.
i =3Yi1+e
En transformant la série en fonction des bruits précédents
Y, = e +3e-1 4+ 32ei_0+ -+ 3 ey + 3FY,
On remarque que les coefficients ne se tend pas vers zéro.
EXEMPLE 4.25. Marche Aléatoire avec dérive
(4.20) Yi=Yii+0+e
Ici, 6 € R est la dérive, si § = 0 on reviens au cas classique d’une marche aléatoire.

EXERCICE 4.2. Calculer : 'espérance, la variance et la covariance de la marche aléatoire avec
dérive. Vérifier qu’il s’agit d’un processus non-stationnaire.

Toutes les exemples montrent différents cas de non-stationnarité. En général, dans une série
non-stationnaire, I'influence des valeurs précédents augmente. On peut appeler ce comportement
un comportement explosif.

4.7.3. Les processus ARIMA. Dans cette section, nous nous occupons des cas ol la source
de la non-stationnarité est la violation des conditions sur le polynome caractéristique (voir Pro-
position . Pour un processus AR(1) il faut que la racine du polynome soit dans [—1; 1]0. On
peut écrire ’example en utilisant 'opérateur de décalage du temps (lag) comme

(1-LY,=0+e
Ici, il est clair que le polynéme caractéristique a une racine de module 1, et donc la condition
voulue n’est pas vérifiée. Mais si on prend la premiére différence on voit que

(4.21) AY, =Y~ Y1 =6+
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qui donne une série stationnaire. Le méme argument s’applique aussi au processus vérifiant
(4.22) (1-L)Y:=0+v(L)e;

et on appelle cette catégorie de processus non-stationnaires, processus de racine unitaire (unit root
processes) et le processus qui sort des differences (AY;), un processus intégré d’ordre 1, I(1).

EXEMPLE 4.26. ARIMA(1,1)

(423) Y;g = Y;gfl + ey — 96t71

(avec des (e;) i.i.d. centrés, de variance 1). Ici, Y; — Yi—1 = e; — fe;—1 (MA(1)) donc nous avons
un ARIMA(0,1,1). L’équation (4.23) pourrait étre transformé par récurrence en (Vk)

(424) }/t =e; + (1 — Q)et,l + -4 (]. — 9)6t7k+1 + }/tfk

EXERCICE 4.3. Supposons Yy = 0. Avec l'aide de (4.24) montrez que (V¢, h)
— E[Y] =0

V() = [+ (1 - 6)2(t— 1)

— Cov(Ys,Yip) =1+ (1 -0 (t—-h—-1)

EXEMPLE 4.27. ARIMA(1,1,0)

(4.25) Yi=(14+¢)Yio1 —dYio+ e
ou
Wy =AY, = oWy + e

Maintenant, W; est un processus AR(1) et donc (Y;) est un ARIM A(1,1,0). Le polyndme carac-
téristique relié a ’équation (4.25)

P(X) = 1-(1+¢)X +¢X?
= (1-X)(1-9¢X).

est Si nous voulons calculer I'inverse de ce polynome, nous arrivons a la formule

1 _ 2
G-ad—gn | ETEE

ou
(4.26) (1= (1+¢)z+¢22) (1 + P12+ g2+ ) =1
pour définir les 1); nous arrivons au system

—(14+¢)+91=0
¢—(1+ @)1 +12=0

et (pour tout k)

(4.27) =14 @)Yp—1 — Pp—2, o =1

EXERCICE 4.4.

— Calculer les coefficients 15 définis ci-dessus.

— En déduire une expression de Y; en fonction des eg, ey, ..., e; (pour tout t).
— Calculer la variance, la covariance et la correlation du processus (Y3).
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4.8. La méthodologie de Box-Jenkins

Apres I’étude théorique des modéles ARMA et ARIMA, maintenant nous nous occupons de
questions pratiques.

— Comment modéliser les données comme un processus ARIM A(p,d, q)?

— Est-ce que la série est stationnaire ?

— Comment choisir p,d, q?
Pour répondre a ces questions & la maniére pratique et pragmatique, Box et Jenkins (|[BJ70]) ont
développé une méthodologie en quatre étapes :

(1) Identification
(2)
(3) Diagnostic
(4)

Estimation

Prévision

4.8.1. Identification. En cet étape on s’occupe de déterminer I'ordre du modéle, et le com-
portement stationnaire (ou non) et saisonnier (ou non). Il y a deux approches pour traiter cette
partie

— L’approche graphique : on trace la série, les ACF, PACF . Si le graphe de ACF tend
vers zéro trés lentement ou pas du tout, on soupgonne la nonstationnarité. Box et Jenkins
conseillent de prendre les premiéres différences et de refaire les graphes. Si ces graphes
indiquent une stationnarité, on s’arréte. Sinon, on reprend les différences jusqu’a le graphe
ait I'air stationnaire.

Pour déterminer 'ordre du modéle p,q il vy a quelque régles empiriques & partir du
graphe des ACF.

(1) Décroissance exponentielle vers zéro : Modéle AR (PACF indique I’ordre p)
(2) Oscillations amorties décroissants rapidement vers zéro : AR (PACF indique l'ordre p)

(3) Quelques pics le reste nulle (tandis que les PACF tendent vers 0) : MA (Pordre est le
nombre des pics)

(4) Décroissance exponentielle aprés quelque pas de temps (lags) : probablement un modéle
ARMA.

(5) Motifs qui se répétent a des écarts de temps réguliers : saisonnalité

Un remarque générale : PACF nous aide a déterminer 'ordre du modéle MA, et la PACF
lordre du modéle AR.

— L’approche statistique. Il y a quelques tests statistiques que on peut essayer pour recon-
naitre la stationnarité ou non de notre modéle, voir la prochaine section. Une fois que la
question de stationnarité est réglée, on se tourne sur la détermination des coefficients AR
ou MA par la voie statistique. On choisit entre plusieurs modéles en regardant :

— l’ajustement a la série de données,
— la complexité du modeéle (il est plus facile d’estimer un nombre réduit de paramétres).
Pour concilier ces deux critéres, on minimise une des deux quantités suivantes

AIC —2log(L(0)) + 2v,
BIC —2log(L(0)) + nlog(v),
ol v est le nombre de paramétres (n = p + ¢ si'l s’agit d'un ARMA sans constant ou

n=p+q+1), 0 est un vecteur contenant les parameétres, n est le nombre d’observations,
L est la vraisemblance (dans laquelle on a omis les observations).

EXEMPLE 4.28. Le calcul des quantités AIC et BIC se fait facilement en R. Calculons une
vraisemblance dans un cas simple.

On suppose X; = at + b+ ¢; avec des ¢ i.i.d. de loi N'(0;1). Les paramétres du modeéle sont
a et b. On dispose d’observations x1,...,2,. La densité de (X1,...,X,) est la fonction

i T { s (bt 7))
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La vraisemblance est donc
- 1 1
a’,b)— L(a’,b’) = L((a’,0); (x1,...,2,)) = —e —(zy —a't — b")? .
@0 0 2 0) = E(@ 0 o)) = [T { gz oop (g e 07

Si on veur estimer (a,b) a partir de (z1,...,2,), U'estimateur du maximum de vraisemblance est
(@,b) = argmax L(a’,b’) .
@b

4.8.2. Estimation du modéle sur un exemple. On suppose que X; = a1 X1+ a2 X1+
e (avec des ¢ bruits blancs centrés, de variance 02) et que (X;) est stationnaire. On calcule les
auto-covariances :

a(1) = - ila20(0) ,0(2) = a10(1) + a20(0).
D’ou
o = 20 0(0)* = 0(0)o(1)
a(0) a(0)2 —o(1)?
4y - a(0)o(2) — o(1)?

On peut donc estimer aq, as en remplagant o(0), (1), 0(2) par leurs estimateurs empiriques dans

les formules ci-dessus. Puisque o(0) = 02 + a10(1) + a20(2), on peut aussi estimer .

Dans le cas général, on estimer par maximum de vraisemblance (voir cours de statistiques et
lexemple ci-dessus).

4.8.3. Diagnostic (sur ’exemple ci-dessus). Si le modéle est correct, la série (r1 —a —
b,xo —2a —b,...,x, —na — b) doit étre constituée de bruits blancs. Ceci peut se tester a l'aide
des tests exposés dans la partie [3.6]

4.8.4. Prévision. Si le modéle est un processus ARM A, la prédiction pour X, 1, sachant
X1,..., X, est
th = C1X1 + -+ Can y
ot les coefficients sont choisis de maniére & minimiser I'erreur quadratique
E(Xpin — a1 X1 — - —cnXpn)?).
PROPOSITION 4.29. Ce choix de )A(,Lh entraine l’égalité
Xon =EXninXe,..., Xn).

Ce qui n’est pas surprenant si on se rappelle que I'espérance conditionnelle de X, sachant
X1,...,X, est la projection orthogonale de X, sur o(Xi,...,X,,) dans l'espace des variables
L? (muni de la norme L?).

PROPOSITION 4.30. L’erreur de prévision & l’horizon 1 (X411 —)A(n}l) est le bruit d’innovation
€En+1- R
La variance de Uerreur de prévision (E((Xp+n— Xn.n)?)) est croissante avec h et tend vers V(X;)
quand h — 400 (on rappelle que le procesus (Xi) est supposé stationnaire).

Puisque les ¢; sont gaussiens, les Xy, X, 5 et X, ,, — Xp4p sont aussi gaussiens (nous sautons
une petite démonstration). Ceci permet de construire facilement des intervalles de confiance (c’est

inclus dans R). Nous faisons ici un rappel dans un cas simple. Supposons )?n’h — Xopan ~ N(0;02).
Soit a = 0,01. Nous cherchons A tel que

]P)(Xn+h€[ n,h AX7)h+A])21*a
(ici, toutes les probabilités sont conditionnelles & Xi,..., X,,). Nous calculons

P(Xpin € [Xop —A; Xpn +A) = P(Xnyn — Xpn| <A)
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Xpin— X A
- P < n+h n,h| <=2

(en utilisant les symétries de la gaussienne) = 1—2P ( > ) .

Nous voulons donc A tel que

Xpon — X»n A
p<M2> g%:(),oog),
ag

g

Puisque (X, 5, — )A(n,h)/a est de loi A(0;1), on lit dans une table de la loi normale qu’il suffit de
prendre A/o = 2,58 pour que 'inégalité ci-dessus soit vérifiée.

REMARQUE 4.31. De maniére générale, pour les processus ARMA, ARIMA, SARIMA, une
fois que le modéle est spécifié, R peut estimer des coefficients et la variance des bruits. Par exemple,
si On a un modéle AR(1) de la forme X; = aX;_1 + €, nous pouvons estimer a (notons a son
estimée) et V(e;). La valeur au cran h sera

% ~h h—1
Xip=a"vs+a" €1+ +€qn

et R nous donne la prédiction moyenne (a"xz;) et I'écart-type estimé de @"le; 1 + --- + erap

(notons-le 7). Si nous sommes intéressés par un intervalle de confiance a 95%, nous dirons que
Xion € [z, + 1,96 x 530"z, — 1,96 x 7]

avec probabilité > 1,95. Ceci n’est, bien siir, pas totalement correct car a et ¢ sont eux-mémes
des estimées. Néammoins, c’est ainsi que I’on procéde en pratique.

4.8.5. Test de Dickey-Fuller et test de Dickey-Fuller augmenté. Ces test nous per-
mettent de savoir quand arréter de faire des différences quand nous cherchons & identifier un
ARIMA ou un SARIMA.

Comme nous avons vu, si le polynéme d’une série contient une racine unitaire, la série n’est
pas stationnaire. Dés premiéres étapes de la méthodologie Box-Jenkins on peut soupgonner la
non-stationnarité par les graphes mais notre but ici, c’est de développer des tests statistiques
pour tester rigoureusement les séries. Souvent il y a deux cas de non-stationnarité et ce n’est
pas toujours facile de les distinguer : processus stationnaire de tendance (c’est-a-dire que la série
n’est pas stationnaire mais elle est stationnaire autour d’une tendance déterministe) et processus
stationnaire en différence (c’est & dire que 'on obtient un processus stationnaire en appliquant
Popérateur des différences un certain nombre de fois). Les tests qui suivent sont développés pour
la deuxiéme catégorie.

Supposons que nous avons un processus (Y;) vérifiant

(4.28) Yi=aYi1+e

Nous voulons tester I’hypothése (Hy) contre '’hypothése (Hi) :
Hy:a=1
Hi:a<1

sous I’hypothése Hy nous avons un marche aléatoire. DF-test est le t-test de Hy et on construit la
statistique suivante & partir des données yo, y1,---,Yn :

n
o Dot Y1Vt
n — n 2
die1 Yia

THEOREME 4.32. (Test de Dickey-Fuller=test DF) Si les (e;) forment un bruit blanc
alors n(ar — 1) converge en loi (quand n — 400) vers une distribution appelée « table de Dickey-
Fuller », dont on pourra trouver une table dans le « case 1 » de la figure (tirée de [Ham94],
p.763).
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TABLE B.6
Critical Values for the Phillips-Perron Z, Test and for the Dickey-Fuller Test
Based on Estimated OLS ¢ Statistic

Sample Probability that (p — 1)/, is less than entry
size
T 0.01 0.025 0.05 0.10 0.90 (.95 0.975 0.99
Case 1
25 —-2.66 —-226 -195 -1.60 0.92 1.33 1.70 2.16

50 -2.62 =225 -195 -1.61 0.91 1.31 1.66 2.08
100 -2,60 -224 -195 -161 0.90 1.29 1.64 2.03
250 -258 =223 -195 -1.62 0.89 1.29 1.63 2.01
500 -2.58 -223 -195 -1.62 0.89 1.28 1.62 2.00

%0 —-2.58 —-223 —-195 -1.62 0.89 1.28 1.62 2.00
Case 2
25 ~-375 -—333 -3.00 -2.63 -0.37 0.00 0.34 0.72

50 -358 —-322 -293 -260 -040 -0.03 0.29 0.66
100 -3.51 —-3.17 -2.89 -258 =042 -0.05 0.26 0.63
250 -3.46 -—3.14 -2.88 -2.57 -042 -0.06 0.24 0.62
500 -344 -313 -2.87 =257 -043 -0.07 0.24 0.61
@ -343 -312 -2.86 -2.57 -0.44 -0.07 0.23 0.60

Case 4
25 —438 —-395 —-360 -—3.24 -1.14 -0.80 -0.50 -0.15
50 -415 -380 -350 -3.18 -1.19 -0.87 -0.58 -0.24
100 -4,04 —-373 -345 -3.15 -—-122 -09 -0.62 -0.28
250 -309 —-360 -—-343 —-3.13 -1.23 -092 -064 -0.31
500 -308 —368 —-342 -313 -124 -093 -065 -0.32
0 -39 —366 —3.41 -3.12 -125 -094 =066 -0.33

The probability shown at the head of the column is the area in the left-hand tail.

Source: Wayne A. Fuller, Introduction io Statistical Time Series, Wiley, New York, 1976, p. 373.

FiGURE 4.8.1. Table de Dickey-Fuller

Nous supposons maintenant que nous avons un processus de la forme
(4.29) Yi=pu+dt+¢1Yea+d2Yi o+ + dpYep +er
Nous voulons tester I'hypothése (Hy) contre 'hypothése (Hy) :

Hy:9p1=1
Hi:p1 <1
Sous Hy , AY; est un processus stationnaire AR(k)
AY, = g5+ ¢1AY 1+ -+ ¢;AY},—I€+1 + et

avec
k k
=3 i=1

o=l =1 — - —¢r).
Encore une fois, on peut construire une statistique qui a une distribution asymptotique remar-

quable (donnée cette fois par le « case 4 » de la figure [4.8.1). Ce qui donne naissance au test de
Dickey-Fuller augmenté.
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REMARQUE 4.33. On parle de test augmenté parce qu’on a rajouté la constante u et la dérive
0 dans le modéle.
REMARQUE 4.34.

(1) C’est le modeéle avec dérive et constant que R utilise comme modéle par défaut quand on
appelle la commande adf.test () dans la librairie tseries.

(2) Le parameétre k dans R est précisément 'ordre du modéle AR pour X;.

(3) Sion met k=0 dans R, la machine utilisera le test DF.

(4) Ladistribution de la statistique remarquable change & chaque modéle change (voir [Ham94]
p.502 et p.528-529 )

Il y a encore les tests Philips-Perron et KPSS qui pourront étre utilisés en complement de
ADF pour vérifier la stationnarité ou non d’une série.

EXEMPLE 4.35. Un bruit blanc

On fait la simulation de 1000 bruit blanc comme représenté dans la figure [£.8:2] en rentrant le
code :

TT <- 100

wn <- rnorm(TT)

FIGURE 4.8.2. Bruit Blanc

Pour tester notre série pour une racine unitaire on écrit dans R :

adf . test (wn)

ce qui nous donne

Dickey-Fuller = -4.8309, Lag order = 4, p-value = 0.01

alternative hypothesis: stationary

Warning message: In adf.test(wn) : p-value smaller than printed p-value

Nous avons p-value <0.01, alors on rejette I’hypothése zéro de non-stationnarité. La quantité
« lag order » est le paramétre de I’AR choisi par R.

Par contre pour une série conduite par un bruit blanc qui est donnée par la commande R :

wnt<-wn

for (i in 4:TT)

{

wnt [i]=wnt [i-1]/4+2*wnt [i-2] /4+wnt [1-3]/4+wn[i]

}

plot (wnt)

(voir le résultat dans la figure

Le test ADF donne p-value =0.489 donc on ne peut pas rejeter (Hy).

EXEMPLE 4.36. (Deere) Le fichier de données nommé « deere3 » contient 57 mesures consé-
cutives enregistrées a partir d’une machine-outil complexe chez Deere & Co. Les valeurs données
sont des écarts par rapport & une valeur cible en unités de dix millioniémes de pouce. Le processus
utilise un mécanisme de controle qui réinitialise certains des paramétres de la machine-outil en
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T T
0 200 400 600 800 1000

Index

F1GURE 4.8.3. Un processus non stationnaire

fonction de 'ampleur de I’écart par rapport a la cible du dernier article produit. Pour étudier cette
série nous suivons les pas de la méthodologie Box-Jenkins.

(1) Stationnarité On regarde le graphe de la série et aussi les fonctions ACF et PACF (figure
. Graphiquement, la série a ’air stationnaire, les autocorrélations tendent vers zéro
rapidement et seulement le premier lag des autocorrélations partielles est important (ce
qui indique un modéle AR1). Pour le vérifier on utilise encore le test ADF qui nous donne
p-value < 0.01. Nous concluons que la série est stationnaire.
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FIGURE 4.8.4. deere3

(2) Déterminer ’ordre AR et ou MA. Pour choisir le modéle ARMA, on voit les ACF,
PACEF et on teste progressivement de AR1, jusqu’a AR4 et les combinaisons avec MA1, ..
pour trouver que celui qui maximise le critére AIC, c’est ARMA(2,1)

Pour résumer cette analyse, la série initial deere3 pourrait étre décrit comme un modéle ARMA (2,1)
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EXEMPLE 4.37. (Wages) Le fichier de données nommé "wages" contient les valeurs mensuelles
de la moyenne du salaire horaire pour les travailleurs aux Etats-Unis dans l'industrie textile de

juillet 1981 jusqu’a juin 1987.

On commence par un graphe de la série (figure

Wages
5

FIGURE 4.8.5. Wages

A la vue du graphe, on peut soupgonner une tendance linéaire avec le temps, on essaie de
Penlever en faisant une régression linéaire et on affiche les résidus de la régression (figure |4.8.6).

reg$residuals

0.1

02

M
/) /N\ f\\
\“"\‘\V//\A‘/ \w w

A
‘ | J/ NA\/# \M

FIGURE 4.8.6. Résidus

Les résidus semblent un peu pathologiques et on affiche aussi le ACF pour avoir plus d’infor-

mations (figure |4.8.7)).

On soupgonne une non-stationnarité et on prend le premiéres différence pour rendre les résidus

stationnaires (voir figure |4.8.8]).

Maintenant ils ont ’air stationnaire. On peut verifier les résultats par la voie statistique en
faisant a chaque étape un test Box-Pierce sur les résidus. Pour le premier aprés la régression on

ACF
04 06 08 10

02 00 02

Series reg$residuals

FIGURE 4.8.7. ACF des résidus
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Series dwagesRes
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FIGURE 4.8.8. Différences des résidus et ACF des différences

rejet I’hypothése zéro d’étre bruit blanc et on peut verifier I'existence de non stationnarité par un
test ADF avant prendre les premiéres différences.

On voit sur le dernier plot de la série stationnaire un seul lag statistiquement significative et

alors on decide de commencer avec un model AR(1)

Pour résumer cette analyse, la série initial wage pourrait étre modélisée comme un processus

ARIMA(1,1,0) avec tendance linéaire.

Codes : Pour ce code on a besoin de la librairie tseries.

data = read.csv("deere3.csv", col.names =’x’ )

deere3= ts(data)

plot(deere3)

acf (deere3d)

pacf (deere3)

library(tseries)

adf .test (deere3)

outAR1 = arima(deere3, order = c(1,0,0))
outAR2 = arima(deere3, order = c(2,0,0))
outAR3 arima(deere3, order = c(3,0,0))
outAR4 = arima(deere3, order = c(4,0,0))
outARMA21 = arima(deere3, order = c(2,0,1))
Box.test (outAR1$resid,lag=1)

Box.test (outAR2$resid,lag=2)

Box.test (outAR3$resid,lag=3)

Box.test (outAR4$resid,lag=4)

prediction = predict(outARl, n.ahead=5)
plot(deere3)

points( prediction$pred, type = "1", col = 2 )

4.8.6. Exercices supplémentaires.

(1) Calculer la variance de la série :

Y: = e+ er—1 + pPeso + ...

Réponse :
V(Y) =V ve)
i=0
= ZV(wietﬂ-) + Z COV(wietﬂ', 1/Jj€t7j)
i=0 §=0

J#
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o0
. 1
= E 11)27'V(6t_i) = UEW
i=0
I’équation finale viens de la série géométrique de 12
(2) Calculer la variance de la série

Y = e +per_1 + e + .. + ey,

Réponse :

2(k+1)
}/t - Ue Z’(/}QZ = w /1/12

Pour arriver & cette dernier equatlon, il faut écrire
k [e'S)
Zin — Z,(/)QZ _ Z ,(/}21 _ 2(k+1 Z w2n
i=0 i=0 i=k-+1
(3) Pour le modéle suivant, calculer I’ espérance, la variance, la covariance et la correlation.
(4.30) Yi=-Yi 1+2Y, o +e

On fait 'hypothése que e; est un bruit blanc centré de variance o..
Réponse : On va récrire le modéle a la forme des lags pour définir le polyndme characte-

ristic :
Yi=-Y, 1+2Y, o+ e
(2L +L+1)Y, = ¢,
qui a les racines ry =1, 1o = —%. Il est clair que nous avons une racine unitaire et alors
il S’agit d’'un modéle genre ARI(1,1,0).

1
(1—-2)(1+22)
En utilisant ’equation (4.27) on peut récrire ’equation précédant comme

Vi = 3Vp—1 — 22 Yo =1

=12+ a2 + ...

1— ¢k+l
ou ¢k - W
Par qui on peut calculer facilement I'espérance
E[Yi] = 0

et la variance
1— 2t—k

Var(Y;) = oe[14+2° + ...+ ( —

)’]
4.9. Feuille d’exercices numéro 4 (durée : 6h)

(1) Soit (z1,2,...,2,) € R™, n > 2. On cherche
(E,g) argmin F(a,b) , avec F(a,b) := Z(mt —a—bt)?.
(a,b)€R? t=1

(a) Trouver les points critiques de F.

Formules & savoir par coeur :
n(n + 1) < +1)(2n + 1)
k= ——= k% =
Z 2 ;

(b) Mountrer que 'unique point critique est un minimum absolu de F'.
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(2) Soit R[X] 'espace des polynomes a coefficients réels. Soit T' € R. Soit A : P € R[X] —
AP(X)=P(X)-P(X -T).

(a) On suppose que deg(P) > 1. Montrer que deg(AP) < deg(P) — 1. Montrer que si
deg(P) =0, alors AP = 0.
(b) On suppose que AFP # 0. Montrer que deg(P) > k.

(3) Les processus (X}) suivants sont stationnaires et centrés. Le processus (€, )n>0 €st un bruit
blanc de variance o et de moyenne nulle.

(a) Quelle est la fonction d’auto-covariance du processus auto-régressif de représentation

1
X, - ~X,  =e,?
g n-1 =€

(Commencer par vérifier qu’il existe un processus stationnaire vérifiant cette équation.)
(b) On considére le processus auto-régressif de représentation
1 1
Xn — Eanl - an72 = €n .

Commencer par vérifier la stationnarité du processus. Donner les valeurs de o(0) et
1

o(1). Trouver les racines du polynome 1 — %z — 6Z2 et en déduire l'expression de o (h)
pour h > 1.
(¢) On considére le processus auto-régressif de représentation
1
Xn—Xn1+ §Xn72 = €n.

Commencer par vérifier la stationnarité du processus. Donner les expressions de o(0)
et o(1). Trouver les racines du polynéme 1 — z + 322 et en déduire expression de o(h)
pour h > 1.

(4) Soit le processes ARy (centré) suivant
(4.31) Xi=aXi 1+ ¢
ol ¢ est un bruit blanc centré de variance 0. On suppose a # 0.
(a) Quelle condition doit-on imposer sur a pour qu'’il existe un processus stationnaire vé-
rifiant ? On suppose dans la suite que cette condition est vérifiée.
(b) Calculer la variance de ce processus.

(¢) Montrer que I’auto-covariance d’un tel processus est

al

h) =o0%——.

o(h) =0 1—a?

(d) En déduire la convergence vers 0 de l’auto-covariance lorsque h — +o0.

(e) Calculer les auto-corrélations.

(f) On suppose que E(Xp|X1) = X1/a (il n’y a pas de raison que ce soit toujours vrai).
Calculer les auto-corrélations partielles.

(5) Considérons le processus stationnaire (X;);>¢ satisfaisant X; = aX;_1 + € + be;—1 (avec
(€¢) bruit blanc centré de variance o2).

2 2, 2
1+b +2ab’ 0_(1) — 0.2 X a+bJ1rab 2+a b.

(a) Montrer que o(0) = 02 x 25 —a

(b) Montrer que p(1) = % et p(h) = a"'p(1) pour h > 1.
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4.10. Corrigé de la feuille d’exercices numéro 4
(1) (a) Nous avons
OF -
oo (@b = > =2z —a—bt)

t=1

n

S
>
=
|

—2t(x —a —Dbt).
t=1

n n
Ty = E .’Et,gn: E tl‘t.
t=1 t=1

Nous cherchons & résoudre le systéme

Notons

—Tpn +an + bw = 0
—5, + an(n;rl) + bn(n+1)6(2n+1) - 0.
Nous calculons la valeur de 'unique solution :
2 1 1
(_En+an)xw_ _gn_A'_aM = 0
3 2
2 1 1 2 1
S (CESI RS} LR
y - 2(2n+ 1)z, — 65,
- n(n —1) ’
1 1 1)(2 1
_fn+bn(n+ ) (D —Emtbn(n+ Cnt Y _
2 2 6
nn+1) fn+1 2n+1 o (n+1)_
b7 ( 2 3 ) - g mTm

6(n+ 1)z, — 123,

b T F DD

(b) Calculons les dérivées secondes de F' (pour voir une autre méthode que celle vue en
cours, vous choisissez celle que vous préférez) :

0’F
ﬁ(a, b) = 2n
0?F nn+1)2n+1)
8b2 (a7 b) - 3
0’F
2adh (a,b) = n(n+1).
La matrice hessienne de F en (a,b) est donc

" 2n n(n + 1)
F (a,b) = [ n(n+ 1) n(n+1)3(2n+1) ]

La forme quadratique associée est :
nn+1)(2n+ 1)
3

nn+1)(2n+1) 3x > 3n(n+1) , 9
(y+(2n+1)> O ES

nn+1)(2n+1) . 3x 2+ 5 (Mm% —n
YT en+n) TP \amr1 )

(z,y) — 2na’®+ y? 4+ 2n(n + 1)y
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On voit que n? —n > 0 pour n > 2 et que donc la forme quadratique est définie positive.
Donc F' est strictement convexe. Donc le point critique trouvé est un minimum absolu.

(2) (vu en cours)

(a) Soit n le degré de P, on suppose n > 1. Le polynoéme P peut s’écrire P(X) = a, X" +

an_1 X" 1+ .. +ag (avec ag, ..., a, dans R). Et donc
—AP(X) = (an(X =T)"+---+ao) — (an X" + - +ao)
= ay zn:[C;Xi(—T)"*i] —a, X"
i=0
(a1 (X =T)" 4+ ag) = (a1 X"+ -+ ag)
—1
N S
i=0

—|—(an,1(X — T)n_l + -+ ao) — (an,lX"_l + -+ ao) .
Donc deg(AP) < n —1 = deg(P) — 1. Dans le cas n = 0, le méme calcul montre que
AP =0.
(b) Soit n le degré de P. Par la question précédente, nous savons que si deg(P) < k — 1,
alors A¥P = 0, ce qui n’est pas le cas. Donc deg(P) > k.

(3) (a) Le polyndme associé a I'équation est A(X) = 1 — X/2. Son unique racine est 2, qui est
de module > 1. Donc il existe un processus stationnaire qui vérifie I’équation voulue.
Nous avons (pour tout n)

(b)) -

1
o(0) + ZO’(O) —o(1) = o
5
J0(0)—0o(1) = o,
4
et
o(l) = Cov(X,, Xn-1)
1
= Cov <2Xn_1 + en,Xn_1>
a(0)
= —-+0
5 +
D’ou :
§U(O) _ 70 = o
2
4
o(0) = §a2
et
2
La formule de récurrence pour les o(.) est
1
oh+1)= ia(h) .
Donc, pour tout h,
227h
o(h) = o?
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(b) Nous avons (pour tout n)

1 1
V(Xn) =V <6Xn—1 + an—Q + 6n>
0) = 20(0)+—o(0)+0?+ 20(1)+0
7 — 367 367 367
360(0) = 20(0) +20(1) + 360>
340(0) = 20(1)+ 3602
1 1
Cov(X,,X,—1) = Cov <6X"1 + EXH,Q + en,Xn1>
1 1
o(l) = 60(0) + 60(1) +0
50(1) = o(0).
D’ou
1700(1) — 20(1) = 36a*
1680(1) = 36a
36 3a?
1) = —a?2=""-
o(1) 168" ~ 14
et 15
_ v 2
o(0) = VGl

Nous remarquons que 2 est racine de P, ce qui permet de factoriser :
1 1 z z
P(z)=1—-z—-22= (1—7) (1—&—7) .
(2) 6 6 2 3
Donc les racines du polynome sont {2; —3}. La relation de récurence sur les auto-
covariances est la suivante :

oh+2) = a(h+1g+0(h)7

de polynome caractéristique Q(z) = 22 — z/6 — 1/6 dont les racines sont inverses de
celles de P. Les racines de @ sont donc {1/2; —1/3}. Donc o(h) s’écrit sous la forme

a b
h)=—+ —+.
o(h) = 35 + o
Nous déterminons a et b & partir de o(0) et (1) :
{ a+b =0o(0)
-t —al)
D’ou
1 1 a(0)
4= . Z\7 1
a (3 + 2) 3 +o(1)
a X > il + 3 o?
6 \14 14
2
a = ga 5
et
b = 0(0)—a
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(¢) Nous avons

1
V(Xn) =V (Xn—l - an—Z + €n>
0
a(0) = o(0)+ % —o(1) +a?
2O oy =
4
et
1
COV(XWJXTL,l) = Cov (an - §Xn72 + €ny Xn1>
1
o(l) = o(0) ?
30(1
"é ) 40
D’ou
300 Loy = W
8
8
0'(1) = gOéQ,
et
12
o(0) = gaQ
Soit le polynéme P(z) =1 — z + 22/2. Son discriminant est :
A—1-2o 4
2
Les racines de P sont donc
{1+i;1—14}.

Le polynéme caractéristique de la relation de récurence des o(h) est

Q(z)zzQ—z—l—%,

dont les racines sont les inverses de celles de P et sont donc

11 C[1—i 144
1+4i’1—4f 2 7 2

(nous aurions pu les calculer directement, sans passer par P). Les o(h) sont donc de la
forme

o(h) =a27 "1 —d)" + 627" (1 +i)".
Nous déterminons a et b a partir de o(0) et o(1) :

{ a+b =0o(0)
21—i)+21+i) =o(1).

D’out
S+i-(1-i) = 70(0)(21 D o)
ia = 70(0)(21 +i) _ a(1)
a = —iX (§a2 + %oz2 - iaz)
a = gaZ + %oﬁ,
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et
b = o(0)—a

12 21
= gcﬂ — (§a2 + 52042)

6 21

5o’ - 5o
Nous avons donc pour tout h (avec R désignant la partie réelle)

N 2;0(2 No—h(1 _ ~\h _ N\o—h \h
o(h) = E (B+a)27"(1—=d)"+(B3—9)27"(1+0)")
40

= SR ((B+d)27"(1 —0)")

- 4%27% ((3 n z‘)th(\/ie*”/‘l)h)
= ifR ((3 + )27 2 (cos(—hm /4) + i sin(—hw/4)))

4 2
% (3.2*/2 cos(h /4) + 2*"/2sin(h7r/4)) .

(4) (a) Sia # 0, le polyndome associé a ce processus est P(z) = 1 — az, de racine 1/a. Dans

ce cas, on sait qu’il exise une suite stationnaire vérifiant la relation voulue si |1/a| > 1,
c’est a dire |a| < 1.

(b) Nous avons (pour tout t)

V(Xf) = V(aXt_1+et)

o(0) = a*0(0) + o?
o2

o0 = ==

(c) La relation de récurence vérifiée par les auto-covariances est la suivante :
olh+1)=ac(h).

Nous en déduisons que pour tout A :

o2al
h) = .
U( ) 1 _ CL2
D .
(d) Donc o(h) h_>—+>00 0
(e) Pour h > 1:
o(h) h
hy=2V _ gh
p(h) 20) @
(f) Pour tout ¢, nous pouvons écrire
X; = aXi_1+e

2
= a"X; 9+ag_1+€

2
= &3X, 3+ad%e_o+ a1+ e

t
= a'Xo+ g a7 .
i=1

Fixons maintenant n. La donnée de Xy, ..., X,,_1 est équivalente & la donnée de
aXo+e€1, €, €3, ..., €n—1 (les variables de la deuxiéme liste se déduisent de celle de la
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deuxiéme liste, et vice-versa). Nous avons donc
n—1
-1 —i
E(@"Xo+a" e + E a""'e; + enlaXo + €1 €9, .., €n-1)
i=2
n—1
-1 —
= a"Xo+a" e+ E a"e; + E(en|aXo + €1,€2,. .., €n—1)
i=2
n—1
-1 —i
= a"Xog+a" e + E a""'e; + E(ey)

=2

E(Xn| X1, .. Xno1)

n—1
= a”lelJrg a" e,
i=2

et
E(Xo|X1,.... Xn1) = E(Xo|lX1)
_ X
- a
Donc
Xn — E(Xn|X1, . -Xn—l) = €n,
X €
Xo — E(Xo|X1,. ., Xn1) = Xo — 71 = —;1
Donc
Cov(Xo — E(Xo|X1, ..., Xn_1), Xn — E(Xn|X1,... Xn_1)) = Cov (—%1 en)

(5) (a) Nous avons (pour tout t)
V(X:) = V(aXi—1+ € +bet1)

a(0) = a?0(0) + 02 + b0 + 2ab Cov(Xy—1, €1-1)
a(0) = a*0(0)+0? + b0 +2abCov(aXy_o+ €1 + €12, €-1)
o(0) = a?0(0) + (1+b%)0? + 2abo”
(1+b? + 2ab)o?
o) = —H—a
Et aussi :
Cov(Xy, Xy—1) = Cov(aXi—1+ e +ber—1, Xi—1)
0—(1) = ao’(O) + bCOV(Gt_hXt—l)
(1) = aoc(0)+bo?
9 _ 2
() = (@AFP+2b)+b(1-a) ,
1— a2
(a+b+ab’+a’) ,
U(l) 1—a2 o

(b) Nous avons

(1) = o(l)  a+b+ab*+a*b  (a+b)(1+ ab)
PUZ50) T T+ +2ab 1+ b2+ 2ab
La relation de récurence pour les auto-covariances est (pour h > 1) :

olh+1)=ac(h).

Donc, pour tout h > 1,
o(h) =a"1o(1),



4.11. FEUILLE D’EXERCICES NUMERO 5 63

et donc
h_1(a+b)(1+ ab)

plh) = 1+ b2 + 2ab

4.11. Feuille d’exercices numéro 5 (durée : 6h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
I'exporterez au format pdf.

4.11.1. Simulation des processus ARM A. Penser a représenter chaque processus simulé.

(1) Donner la définition d’un processus ARM A, , . Rappeler les conditions sur les coefficients
pour que ce processus soit stationnaire.

(2) A l'aide de la fonction arima.sim, simuler plusieurs processus AR, et M A, (p et ¢ pas trop
grands). Avant toute simulation, écrire la définition mathématique du processus a simuler
et veillez & ce que les conditions de stationnarité soient respectées.

(3) Observer les auto-corrélations empiriques (partielles ou non). Que constatez-vous ?

(4) Simuler quelques ARM A, ,, observer et interpréter les auto-corrélations empiriques (par-
tielles ou non).

(5) Faire de méme avec un modéle ARIM Ay, 44, avec un d assez petit.

4.11.2. Identification d’un processus ARM A. Récupérer le fichier de données seriel. datEl

(1) Ce processus vous semble-t-il modélisable par un processus ARM A stationnaire ? Pour-
quoi ?

(2) Faire un test de Dickey-Fuller sur cette série (au niveau 0,01). Quel est le résultat 7 ? Quelle
est votre conclusion quand & la stationnarité de la série ?

(3) On travaille désormais avec la série obtenue en appliquant la fonction diff a la série.
Quelle transformation a-t-on effectuée ?

(4) En observant les auto-corrélations empiriques et auto-corrélations partielles empiriques,
proposer des modéles AR, ou M A, d’ordre faible pour modéliser cette série.

) Estimer les parameétres du modéle sélectionné.

) Tester la blancheur des résidus (on choisira la niveau o = 0, 02).
7) Conclure pour choisir un modéle.

)

Faire des prédictions pour les 12 prochains termes de la série. Sur un méme graphique,
représenter la série, les prédictions, un intervalle de confiance & 95% pour les prédictions.

(9) S’inspirer de la démarche pour modéliser la série serie2.dat (et faire des prédictions pour
les 100 prochains termes).
4.11.3. Prévision dans un processus ARMA. Soit le processus X; — X;_1 + %Xt_Q —
1X,_3 = ¢ avec ¢ un bruit blanc gaussien centré réduit.
(1) Aprés avoir identifié ce processus, simuler 50 réalisations de longueur 105.

(2) Pour chaque simulation, extraire les 100 premiéres valeurs et estimer les paramétres d’un
ARs.

(3) Pour chaque simulation, prédire les cing valeurs suivantes.

(4) Donner une estimation de ’erreur moyenne (biais) et de la variance de lerreur de prévision
al,2 3,4 et pas.

(5) Recommencer en rallongeant la durée d’observation, et comparer aux résultats précédents.

2. Toujours a I’adresse : http://math.unice.fr/“rubentha/enseignement/
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4.11.4. Précipitations mensuelles & San Fransisco entre 1932 et 1966. Récupérer la
série sanfran.dat.

(1) La série semble-t-elle stationnaire ? Si non faites en sorte qu’elle le soit.

(2) Proposer alors un AR, ou un AM, adapté. Valider votre modélisation en testant les résidus.
Mettez votre idée de coté, car nous vous proposons de tester maintenant directement sur
la série initiale un ARy avec partie saisonniére (autrement dit un SARIM A3 ,0,12). On
utilise désormais les données jusqu’a la fin de 'année 1963.

(3) Estimer le modele SARIM A ,0,12. Afficher et tester les résidus.

(4) Prévoir les précipitations de 1964, 1965 et 1966 a partir de ce modeéle. Superposer sur un
graphique prévision,valeurs réelles et intervalle de confiance a 95%.

(5) Faire de méme avec le modéle AR, sélectionné a la premiére question (ainsi qu’avec un
lissage exponentiel de Holt-Winters, avec et sans composante saisonniére).

(6) Quel est, graphiquement, le meilleur modéle pour prédire cette série ?

(7) Comment aurait-on pu répondre a la question précédente de fagon moins subjective ?
Comparer les résultats a 'analyse graphique.

4.11.5. Taux d’intérét au Royaume-Uni. Le fichier UKinterestrates.dat contient le
spread des taux d’intéréts (différence entre taux d’intérét a long terme et a court terme) pour
le Royaume-Uni entre mars 1953 et décembre 1995. En vous inspirant des exercices précédents,
proposer une modélisation de type ARM A, ARIM A ou SARIM A. Justifier bien votre démarche.

Appendice : mise en ceuvre sous R. Auto-corrélation partielle : utiliser la fonction pacf .
La fonction arima.sim(modele,n) permet de simuler un processus ARM A, , défini par

p q
X — Z apXi—p = € + Z bjet_j.
k=1 j=1

Les paramétres aj et b; du processus sont précisés dans le paramétre modele de la fonction :
modele<-list(ar=c(al, . . . , ap),ma=c(bl, . . . , b)) (choisir ma ou ar pour un pro-
cessus M A ou AR, si p = 1, écrire ar=al). Pour simuler un modéle ARIM A, 4, il faut ajouter le
composant order=c(p,d,q) dans le paramétre modele de la fonction arima.sim.

La fonction ar permet d’estimer les paramétres d’un processus AR, :
out<-ar(data,aic=TRUE,order.max=NULL) .

L’ordre p du processus auto-régressif est choisi (inférieur & order.max) a ’aide du critére AIC
(si l'option aic est validée). La fonction arima permet d’estimer les paramétres :

— d'un ARMA, 4 : out<-arima(serie,order=c(p,0,q))

— d'un ARIM A, 4,4 : out<-arima(serie,order=c(p,d,q))

— d'un SARIMA, 44,7 :

out<-arima(serie,order=c(p,d,q),seasonal=1list(order=c(P,D,Q) ,period=T)).

Les paramétres P, D, du modéle SARIM A ne sont pas abordés dans ce cours, nous leur don-
nerons par défaut la valeur des paramétres p, d, ¢ (pas trop grands). Parmi les sorties de cette
fonction, on peut obtenir :

— out$coef : estimation des coefficients,

— out$aic : valeur du critére AIC,

— out$resid : estimation des résidus.
La fonction p=predict (out,h) permet d’effectuer une prévision a I’horizon h. Parmi les sorties de
cette fonction, p$pred contient les prévisions, et p$se contient I’écart-type de 'erreur de prévision.
Il n’existe pas de fonction prédéfinie pour calculer un intervalle de confiance.
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72 4. MODELISATION DES SERIES STATIONNAIRES ET DES SERIES NON-STATIONNAIRES

Une fois qu’un processus x est modélisé par un ARIMA (p,d,q), on peut estimer ses coeflicients
par
out<-arima(x,order=c(p,d,q))
et si c’est un SARIMA (p,d,q,T), on utilise
seasonal=list (order=c(p,d,q) ,period=T) .
La prédiction (k pas en avant) se fait avec I'instruction : outpred<-predict (out,n.ahead=k, sefit=TRUE)
On récupére les valeurs prédites dans : outpred$pred, et les écart-types des valeurs prédites dans
out$se.



Chapitre 5

Analyse spectrale

On cherche & décrire une série stationnaire comme un mélange de fonctions périodiques (plus
du bruit).

EXEMPLE 5.1.
P
Yi=p+ ) [ojcos(wst) + B;sin(w;t)] + &
j=1
Ici les w; sont des fréquences. La période de t — cos(w;t) est 27/w;, pour tout j.

5.1. Densité spectrale

On suppose que (X;);>0 est un processus stationnaire centré de covariances (o(h))n>0 , avec
400

(5.1) > o(h)| < +oo.

h=—o00

DEFINITION 5.2. La densité spectrale de (X3) est la fonction
“+o0

AeR— f(A) = % > e ™a(n)

h=—00
(rappel : e = cos(\) +isin(N), i2 = —1).
La fonction f est bien définie a cause de I’équation .
PROPOSITION 5.3. La fonction f vérifie :
(1) f est paire,
(2) f est 2mw-périodique,
(3) pour tout X € R, f(\) € RT,
(4) pour tout k dans Z, o(k) = [T  f(\)dX = [T _cos(Ak) f(A)dA.

DEMONSTRATION. (1) Pour tout A,
1T &
f(=x) = Gy Z euha(h)
h=—00
1 KR
(0 est paire) = 7 eMa(—h)
h=—o0
1 X,
(changement h en —h) = o e” Mg (h).

(2) Pour tout h € Z, h — e~ est 2m-périodique donc f est 27r-périodique.
(3) Pour h dans N*, on rassemble les termes h et —h, nous avons donc, pour tout A € R,
2rf(A) = 0(0)+ > o(h)e ™ 4 o(—h)e™"
h>1
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74 5. ANALYSE SPECTRALE

+ Z 71)\h i)\h)

h>1

)+ Z ) X 2cos(Ah) .
h>1

(5.2)

(4) Nous avons, pour tout k,

Jolerrolan = [ 1o

— /_ 7; > e PMg(h)| dA

heZ

< / > " lo(h)|dA
T hez

= 27rZ|0 (h)
heZ

< ©00.

Donc le théoréme de Fubini-Tonelli (cours de L3), nous dit que

(5.3) /W M (NN = — Z[ﬁ M=o (h)dA.

h€EZ

/” AR\ = e’ -0
- ik |

est 2m-périodique. Et pour k£ = 0,

/ ePd\ = 2 .

/ﬂ e NN = o (k).

—Tr

Or, pour tout k € Z*,

car \ —» ek

Donc

D’ou, pour tout k, en prenant la partie réelle,

Rio(h) = m( /Ze”‘kf(A)d)\>

! R (™) F(N)dA

—T

/_7T cos(Ak) f(N)dA.

O

PROPOSITION 5.4. Une fonction f :] — m;w] — R est la densité spectrale d’un processus
stationnaire si et seulement st

(1) f est paire,
(2) f est a valeurs dans RT,
(3) |7 f(N)dA < oo.

EXEMPLE 5.5. Soit X; = wy, les w; étant i.i.d., centrés, de variance o ((X;) est alors un bruit
blanc). La fonction de covariance de (X;) est alors

2 S
o(h):{a élh—o,

0  sinon.

D’ou la densité spectrale : f(\) = % pour tout A.
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EXEMPLE 5.6. On prend un processus AR(1) (stationnaire) : Xy = ¢X;—1 + Z; ((Z¢) bruit
blanc de variance o2, ¢ €]0;1[). Nous avons vu en exercice que la fonction d’auto-covariance est

o2

W=

x ¢, pour tout h > 0.

Nous calculons alors la densité spectrale (en utilisant la parité de o) :
1 R
_ —iAh |
N = g 3 e

a(0) —i i
= 57 1+Z¢h€ Ah+z¢h€Ah

h>1 h>1

)|:1+ qse—i)\ ¢eiA :|

1 — geir + 1 — peir

(1= ge=™)(1 = ¢e™) + e (1 = ge™) + e (1 — ge™ )
(1= ge=)(1 = ge™)
) 1+ ¢% —2¢cos(N) + 2¢cos(\) — 262
x 1+ ¢? — 2¢cos(N)
o2 1-— qb2
2 1 + @2 — 2¢cos(N)

) X

a(0
27
o(0
27
o(0
2w

Voir le graphique de f dans la figure

v

FIGURE 5.1.1. Densité spectrale



76 5. ANALYSE SPECTRALE

5.2. Le périodogramme

DEFINITION 5.7. Le périodogramme de la série temporelle (x1, z, ..., z,) est la fonction
1| ’
I, : AER— = ) qye™
viaeRe LS e
t=1
DEFINITION 5.8. La transformée de Fourier discréte de la série temporelle (1,22, ..., 2, ) est
la fonction
d: {wj=21,0<j<n-1} — R
w; — d(wy) = ﬁ Sor e 2Tt

Les w; (0 < j <n—1) sont appelés les fréquences fondamentales de Fourier.

PROPOSITION 5.9. Le périodogramme est 2w-périodique et pair (donc aussi symétrique par
rapport a 7). Il présente des maxima en les fréquences du processus (si on imagine que le processus
contient un mélange de fonctions périodiques).

REMARQUE 5.10. Attention, R trace (parfois) I,,(A/27) au lieu de I, (on s’en rend compte en
regardant les graduations en abscisse).

Posons
. . 2mj
fA) = o Z Wi (9)1n (9(”,.7) + n>
‘]Igmn
avec

My
m, — “4oo,— — 0,
n—4oo n n—-+oo

W,(3) >0 et W,,(j) = W,(—7)pour tout j,
S oWa(i)=1et Y W,(j)* — 0,

) ) n—-+oo
‘Jlgmn |J‘Smn

-
”—A'.

g(n, A\) = arg min
; n

J

PROPOSITION 5.11. Pour tout A,

O — fO.

n—-+4oo
On pourrait montrer , au prix de quelques calculs, que I,,()\) j) f(A). La convolution par
n—-+0oo

un noyau Wy, (.) a pour effet de lisser I'estimateur (le dessin est donc plus joli).

EXEMPLE 5.12. Le fci—dessus est un estimateur de f dit « estimateur a noyau ». Un choix
possible de m,, est le suivant : m,, = [\/n]. Et on peut prendre :

1 1

W)= X =—————.
Al Xk <m, (L/10)
Nous avons bien
Z Wn(]) =1
l71<mn

et
1 1
Z Wa(3)* = Z P2 T N\
Or, ZjeZ 1/]4]* < oo et ZjeZ 1/]j| = 400 donc

> Wa(i)? — 0.

l7]1<mn
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5.3. Récupération des composantes périodiques

On a déja vu que la périodicité de (X;) se retrouve dans o(...). On admet que si (X;) a
plusieurs composantes périodiques alors o(...) a les mémes composantes périodiques.

EXEMPLE 5.13. On suppose a(h) = ¢"l cos(wh), pour tout h € Z (¢ €]0;1[), Calculons :

1 X
- L —iAh
N = o Z_jooe a(h)
1 1 —iXh iy ik
= 54—% (e + ") " cos(wh)
h>1
(car cos est paire)
1 1 » ) eiwh + e—iwh
_ %_’_% (6 zAh+ezAh)¢h( 5 )
h>1

h
_ 1 1 g(eih(Aer)_|_eih()\7w)_|_eih(f)\+w)_|_6ih(f>\7w))

on 27 2= 2
h>1
T e I A
21 4w \ 1 — ¢peiMtw) 1 — eilA-w) 1 — gei(=A+w) = 1 — gei(-A-w)
1 1 ¢6i(A+w)(1 _ (bei(f)\fw)) + ¢ei(f)\7w)(1 _ ¢ei()\+w))
2 (1= geiOF))(1 = pei-2-))

or | Am
¢ei(>\7w)(1 _ ¢ez‘(—>\+w)) + ¢ei(7>\+w)(1 _ d)ei()\fw))
: (1= g3 0) (1 — g )
1 1 2¢ cos(\ + w) — 2¢2 2¢ cos(\ — w) — 2¢2
o 47r(1+¢2—2¢COS()\+w)+1+¢2—2¢cos()\—w)>
1 ( 1—¢cos(A+w) 1—¢gcos(A—w) )
21 \ 1+ ¢2 —2dcos(A +w) 1+ ¢2 —2¢cos(A —w) /)~

La fonction
1 —¢cos(\+w)
14 ¢% — 2¢ cos(A + w)
est 2m-périodique et a un maximum en —w. La fonction
1—¢cos(A—w)
14+ ¢? — 2¢ cos(A — w)

AeER—

AER—

est 2w-périodique et a un maximum en w. Voir la ﬁgure pour le graphe de f (avec ¢ = 0,7 et
w =0,5). La fonction f présente des maxima en w et —w sur [—m; 7). Attention, seuls les maxima
sur [0; 7] sont & prendre en compte. Nous voyons ici que le maximum en w refléte bien le fait que
o(...) a une composante de fréquence w. Si (X;) est un processus de fonction de covariance of. .. ),
on déduit du graphique de f que (X;) a une composante périodique de fréquence w, et donc de
période 27 /w.

Pour un processus qui n’a qu'une composante périodique, nous aurions pu détecter cette
composante en regardant o(...) (voir remarque[L.7). Nous verrons en exercice des cas ol I'analyse
spectrale permet de détecter plusieurs composantes périodiques.

5.4. Feuille d’exercices numéro 6 (durée : 3h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
I’exporterez au format pdf.
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FIGURE 5.3.1. Densité spectrale

5.4.1. Données simulées.

Soient les fonctions (de Z dans Z) x1(t) = 2cos(2m X ¢t x 5/100), z2(t) = 2cos(2m X t X
10/100), z3(t) = 2cos(2m x t x 20/100), x(t) = x1(t) + x2(¢) + x3(t). Tracer les graphes de
Z1, g, 3, « pour t dans {1,2,...,100}. On range les ordonnées du tracé de = dans une
série temporelle x.

Tracer le périodogramme de x.

Tracer une estimée de la densité spectrale de x. Bien noter la différence d’échelle en abscisse
entre le tracé de la densité spectrale et celui du périodogramme.

Au vu des graphiques, quelles sont les composantes périodiques de x (attention a ne pas
se laisser tromper par I’échelle en abscisse) ?

Tracer une série y de type AR3 avec a; =0, ag = —0,5, ag = 0.2.
Tracer une estimée de la densité spectrale de y.

Au vu du graphique, quelles sont les composantes périodiques de y (attention & ne pas se
laisser tromper par I’échelle en abscisse) ?

5.4.2. Données réelles.

(1)

2)

La série temporelle sunspot.year (contenue dans R) contient le nombre moyen de taches
solaires observées par mois (on fait & chaque fois la moyenne sur une année). Tracer la
densité spectrale de cette série.

Au vu du graphique, quelles sont les composantes périodiques de sunspot.year (attention
a ne pas se laisser tromper par I'échelle en abscisse) ?
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(3) Reécupérer le fichier soi.clean.datE|. Il contient les différences de pression mensuelles
entre Tahiti et Darwin dans lesquelles les oscillations annuelles ont déja été gommeées.
Cette série est un indicateur des événements « El Nifio ». Tracer la densité spectrale de
cette série (que I'on appelera x). Tracer sur le méme graphique la ou les ligne(s) verticale(s)
correspondant aux périodes entiéres.

(4) Au vu du graphique, quelles sont les composantes périodiques de x (attention & ne pas se
laisser tromper par ’échelle en abscisse) ?

Appendice : mise en ceuvre sous R. Pour tracer une fonction : remplir un vecteur avec
les abscisses des points que 'on veut tracer (exemple : t=(1:100)/(2*pi)), remplir un vecteur
avec les ordonnées des points que l'on veut tracer (exemple : x=cos(t)), puis utiliser la commande
plot.ts (exemple :
plot.ts(x,ylim=c(-2,2) ,main=expression(exemple)), 'option ylim permet de fixer les bords
du cadre en ordonnée, 'option main(. ..) permet d’écrire un titre).

Pour tracer le périodogramme d’une série x de n points : P=abs (fft(x)/n) ~2;
Fr=(0:(n-1))*2*pi/n;, plot(Fr,P,type=’0’,xlab=’fréquence’,ylab=’périodogramme’) (les
options xlab, ylab permettent d’écrire des légendes sur les axes).

Pour tracer une estimée de la densité spectrale d’une série x : choisir des poids W,,(.) comme
dans le cours (rentrer I'instruction k=kernel("daniell",4)), puis tracer la densité spectrale avec
Iinstruction spec.pgram(x,k,taper=0,log=’"no’).

5.4.3. Exercices sur table.

(1) (a) Soit (X¢) un processus AR(1) : X; = ¢X;—1 + Z; avec ¢ = 0,99, (Z;) un bruit blanc
centré de variance 1. Calculer les covariances de (X3).

(b) Calculer la densité spectrale de (X;).
(c) Soit Yy = £(Xy—1 + X; 4+ X;41). Calculer les covariances de (Y;).
(d) Calculer la densité spectrale de (Y3).

(2) Soient (X:), (Y:) des processus stationnaires centrés indépendants de densités spectrales
respectivement fx, fy. Soit Z; = X; 4+ Y;. Calculer la densité spectrale de Z en fonction

de fx, fy.
(3) Soit (W;) un bruit blanc de variance 1 (centré). Soit X; = Wy — 6W;_; (0 € R)

(a) Est-ce que (X}) est stationnaire ? Calculer les covariance de (X;).
(b) Calculer la densité spectrale de (X).

5.4.4. Corrigés des exercices sur table.

(1) (a) Nous avons vu (Chapitre 4, section exercice [4]) que pour un tel processus,

Al
o(h) = 1¢_¢2 .
(b) Nous calculons, pour tout A dans R,
2 LS 2
fxN(-¢%) = ﬂh;me a(h) x (1= ¢%)
LSS i
= o h;we é

_ iﬂ 1+Z¢he—i)\h+z¢hei)\h

h>1 h>1

1. http://math.unice.fr/ rubentha/enseignement/soi.clean.dat



80 5. ANALYSE SPECTRALE
_ 1 ¢e—i/\ ¢ei>\
T oor (H T—geix 1—¢)e“‘>
1 ) ¢67i)\(1 o ¢ei)\) + ¢ei/\(1 o (bef@')\)
o ( T A e ™) )

2
2¢ cos(A) — 2¢2
(1 1 + ¢? — 2¢cos()\)>
X 1-¢"
1+ ¢2 —2¢pcos(N\)

F[= F[=

Donc
1

T 2n(1+ @2 — 2¢cos(N)) |

(¢) Nous avons, pour tout ¢ et tout A > 0,

fx(A)

E(Y:Yirn) = %E((Xt—l + X+ Xop1) (Xewn—1 + Xewn + Xernir))
_ %(a(h) toh+1)+o(h+2) +o(h—1)+o(h) +olh+1)
+o(h—=2)+o(h—1)4+a(h))
. %(a(h — )+ 20(h — 1) + 30(h) + 20(h + 1) + o(h +2))
(d) Nous calculons, pour tout A dans R,
1K ixn (0(h=2) +20(h —1) +30(h) + 20(h + 1) + o (h +2)
2T 9

h=—o00

(A =

+oo
1 , . A , .
_ oMl (672)\(h+2) 1 9e—iAhH1) | go—idh | g, —iA(h—1) +efz)\(h72))
— 12
187(1—¢2) &~
e—2i)\ + 26—0\ + 34+ 2€ik + eQiA
- ! s e
(cos(2X) + 2 cos(A) + 3) 1

9 “ 2n( + 9% — 2pcos(N))
(2) Nous calculons les covariances (pour tout h) :
oz(h) = E(ZiZin)
= E((Xi +Y)(Xewn + Yign))
E(X: Xeyn) +E(Y:Yiin) +0
= ox(h)+oy(h).

Et donc, pour tout A,
1 X
fz(N) = oo e (ox (h) + oy (h))
h=—o00
= fx(h)+ fr(h).
(3) (a) Nous avons pour tout ¢, E(X;) =0 et
E(X?) = E((W;—0W,-1)%)
1+ 62,

E(XiXit1) = E((We— 0Wio1)(Wigr — 0WL))
R’

)
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et pour h > 2

E(X;X;s1) = 0.
Donc la fonction de covariance de (X;) est telle que : 0(0) = 1+6%, o(1) = -0, o(h) =0
pour h > 2.

(b) Nous calculons, pour tout A dans R,

f) = %(fza cos(A\) + (1 +6%)).






Chapitre 6

Processus ARCH et GARCH

Dans les modéles précédent, on pouvait se rammener & un processus stationnaire (en sous-
treyant la tendance, la saisonnalité ...). Il arrive que ’on tombe sur un processus qui semble non
stationnaire (par exemple, de moyenne ou de variance non constante).

6.1. Processus ARCH

DEFINITION 6.1. Un processus ARCH (p) est un processus stationnaire (X;);ecz vérifiant une
relation de récurrence du type

{ X = ¢ avec L(e| Xi—1X4—2,...) = N(0,0?),

2 _ 2 2
o =apt+ a1 Xi g+ +opXi,

avec des coefficients ag, ..., ap > 0.

On peut décrire la simulation de ce processus de maniére récursive : si on a simulé Xo, ..., X,_1,
on calcule o, on peut alors simuler X,,. On remarque que si X; est trés grand alors o4 est trés
grande et X;;1 a de grandes chances d’étre trés grand aussi.

6.1.1. Rappels de probabilité. Si (X,Y) est un couple de variables aléatoires de densité
f (par exemple dans R?), la densité conditionnelles de X sachant Y = y est définie par
fz,y)

fxy(z) = ) si fy(y) >0,

ou fy est la densité de Y. On peut alors calculer ’espérance conditionnelle de n’importe quelle
fonction de X :

B0 =) = [ e@)fxy (e,
Notons Zs_—1 = {Xs_1, Xs_2,...} (pour tout s > 1). Nous avons alors, pour tout processus (X;),
Var(X:|Zi 1) = B(X2|Ti—1) — B(X4| 1)

Dans le cas d’un processus ARC H, nous avons directement la loi de X; sachant X; 1, X;_o, ...
(donc pas besoin de la formule ci-dessus). Si nous posons ¥ = (X;_1,X¢—2,...), Xy = X, nous
pouvons écrire

1 x? )
T) = exp | ——=
fXIY( ) 27rat2 p< 201:2

(o est une fonction de Y'). Comme annoncé dans la formule ci-dessus, Y est présent en tant que

paramétre dans fy|y. On trouve bien Var(X;|Y) = o7.

6.1.2. Propriétés. Soit (X;) un processus vérifiant la définition ci-dessus.

PROPOSITION 6.2. Nous avons pour toutt et h > 1 :
- ]E(Xt‘It_l) - 0,

— E(Xy) =0,
— Var(Xy|Zy1) = ap + an X7 | + - + o X2,
—_ Var(Xt) = %, S Zf:l a; < 1,

— Cov(X4, Xe4n|Zi—1) =0, pour h > 1,
— Cov (X4, X¢1p) =0, pour h > 1.

83
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DEMONSTRATION. Par définition, E(X|Z;—1) = 0. Donc E(X;) = 0. Par définition :
Var(X¢|Zi—1) = g + ar X2 | + -+ apthfp .
Si Zle a; < 1, puisque X, est centré, nous avons
Var(X;) = E(X?)
= E(E(X}|Zi-1))

= E(o})
p
= E(ao + Z O[ngfi)
i=1
P
X étant stationnaire = ag+ Z a; Var(Xy) .
i=1
D’ou a0
Var(X;) = ———.
(%) 1= ai
Nous avons
COV(Xt, Xt+h) = E XtXt+h) — E(Xt)E(Xt+h)

(
= EEX:Xiin|Zivn-1)) —0
= EXE(Xitn|Zivn-1))

- 0,
et
Cov(Xt, XonTier) = E(XiXpanlTr) — EQG[Tim1)E(Xsn|Ti)
= E(EX:Xiyn|Trrn—1)|Tt-1) =0

= 0.
(]

REMARQUE 6.3. Un processus ARCH est condionnellemment hétéroscédastique (la variance
de X; conditionné aux valeurs X;_1, X;_o,... n’est pas constante) mais il est inconditionnellement
homoscédastique (la variance de X; ne dépend pas de t).

PROPOSITION 6.4. Si Y% a; < 1 alors il existe un processus ARCH stationnaire de para-
metres (qo, 1, ..., Qp).

DEMONSTRATION. On se donne une collection de variable (e;)sez, i.i.d. de loi A/(0;1). Posons
pour tout ¢,

2 _ +00 , ) 2 2 2
o =ao+ Y iy Z1gi1,,,.,ikgp Qo X Qg - Qg X €5 €4 Gy v € — iy
Xt = 0¢€¢ .

Pour tout w, o7 (w) est bien défini, il appartient & R* U {+00}. Montrons que les o; ainsi définis

sont finis p.s. Nous avons

+o0o
E(o‘?) = a0+aoz Z (o7 FN 7'}

k=11<i1,...,ix<p

+oo
(6.1) = (1 +Y (ar+-+ ap)k>
k=1

< 400

car ag + - -+ + a, €]0;1[. Vérifions maintenant que nous avons la relation de récurrence voulue.
Nous avons, pour tout t,

P P
2 2 2
ap + g o X, = oo+ E 00 €5
i=1

i=1
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+oo
— 2 2 2
= qp+ e, g X Qg oo Q€ € iy | s
i=1 k=0 1<t oy <p
avec la convention >, ;o (...) =1si k=0. Et donc
p +oo
X2 — ) 62 2
g + a; Xy, = agtap Qiy o QG €y e €L
i=1 k=1 1<i1,...,i, <p
_ 2
= o;}.

Par construction, la suite (X;) est stationnaire. En effet : (F; = o(eg, k < t))

]E(Xt) = E(O’tet)
= E(o:E(e|Fi-1))
V(Xy) = E(X?)
= E(o7E(¢f[Fi-1))
= E(o})
(de dépend pas de ¢ par (6.1)),
(h=1)
COV(Xt,Xt+h) = E XtXt+h)

E 0t6t0t+h€t+h)

(
(
(E(orerot+neitnlFien—1))
(

I
&=

E Ut6t0t+hE(€t+h |]:t+h—1))

|
o

REMARQUE 6.5. Soit (X;) un processus ARCH de variance o2.

— La « skewness » de (X;) (définie par E((X; — E(X}))?)/0?) est nulle.

— La « kurtosis » de (X;) (définie par E((X; — E(X;))*)/o* — 3E(X?)?/o?) est > 0
Si Zy ~ N(0,0?) alors E(Z}) = 3E(Z?)? donc Z; est de kurtosis nulle. La kurtosis > 0 du ARCH
veut dire que sa densité est plus étalée que celle de la gaussienne.

6.2. Processus GARCH

DEFINITION 6.6. Un processus GARCH (p, q) est un processus (X;)iez vérifiant une relation
de récurrence du type :

X = ovey (avec des e; i.i.d. ~ N(0;1)),
ol=ap+ a1 XE,++ osztQ_p + 102+ + ﬁqaf_q ,

avec o9 > 0, a; > 0 pour ¢ dans {1,2,...,p}, 5; > 0 pour i dans {1,2,...,q}.

REMARQUE 6.7. — Un processus GARCH peut étre vu comme un processus ARCH
d’ordre infini.
— Un GARCH (p,0) est un ARCH (p).

PROPOSITION 6.8. Soit (X;) un processus GARCH (p, q), supposé stationnaire. Notons, pour

tout t, Iy = (Xt,0¢, Xt—1,0¢-1,...). Nous avons les propriétés suivantes pour tout t.
— ]E(Xt‘zt_l) - 0,
- ]E(Xt) = O,

— Cov(Xt, Xitn|Zi—1) = 0 pour tout h > 0,
— Cov (X4, Xi1n) =0 pour tout h > 0.
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DEMONSTRATION. Soit ¢ > 1. Par définition, E(X;|Z;—1) = 0. Et donc E(X;) = 0. Si h > 0,
nous avons
E(XeXirn|ZTi-1) = E(XGEXn|Zipn-1)1Zi-1)
0.

Et donc E(XtXt+h) =0. O

PROPOSITION 6.9. Si (X;) est un processus GARCH (p, q) alors (X?) est un processus ARM A(m, q)
avec m = sup(p, q).

DEMONSTRATION. Nous avons, pour tout ¢,

o7 = atoX? A+ +apX] ,+ ot + e+ Beot,

ol +XP=ao+ a1 XP ot ap X XD BXD e+ B X,
- 61 (Xt271 - O-t271) - Bq(Xthq - O-t27q) :

Nous posons W; = X? — 2. Nous obtenons alors

m q
XP=ao+ Y (ai+B)X2 i+ W= > BiW, .,
i=1 i=1
avec la convention o; = 0, si i > pet 3; =0, si i > g. Les (W) forment un bruit blanc (nous ne
démontrons pas ce point), donc (X?) est un ARM A(m, q). O

En conséquence de la proposition ci-dessus, pour identifier un GARCH (p, q), on identifiera
d’abord le processus ARM A(m, q) qui modélise (X?). Pour identifier p dans le cas m = ¢ (c’est a
dire p < ¢), il faut estimer les coefficients ay, ..., a,( possible car on peut estimer les coefficients
du processus ARM A(m, q)) (sont-ils significativement non nuls 7).

6.3. Feuille d’exercices numéro 7 (durée : 3h)

Préliminaires. Créer un fichier texte dans lequel vous répondrez clairement aux questions
ci-dessous, en incluant vos codes R, les résultats obtenus sous R (graphique y compris), vos in-
terprétations, remarques ... Une fois ce TP fini, vous metterez en forme votre compte-rendu et
I'exporterez au format pdf.

6.3.1. EuStockMarket (valeurs a la fermeture de divers indices des marchés euro-
péens). Charger les logarithmes des acroissement de I'indice DAX en éxécutant :
dax <- diff(log(EuStockMarkets)) [,"DAX"]. Soit dax2=dax~2 (les carrés des composantes
de dax).

(1) On cherche a ajuster un modéle ARMA,, , avec m > ¢ sur dax2. Choisir (m,q) dans
{(1,0),(1,1),(2,0),(2,1),(2,2)} de maniére a minimiser la quantité AIC (utiliser les ins-
tructions du TP 5).

(2) Proposer un modéle GARCH,, ; modélisant dax. Tester les résidus.

6.3.2. NYSE (New-York stock exchange daily return). Charger le fichier nyse.dat a
I’adresse
http://math.unice.fr/“rubentha/enseignement/nyse.dat

(1) On suppose que nyse suit un modéle GARCH(1,1). On notera (X;) le processus. Estimer
les paramétres du modéle.

(2) Tracer dans la méme fenétre : nyse entre les temps 900 et 1000 et, pour chaque temps ¢
dans {900, ...,1000}, les deux extrémités d’un intervalle [—m;m] tel que

I[D(Xf S [7777,; m]|Xt_1, Xt_Q, RN ) = O, 32.
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Mise en ceuvre sous R. Pour utiliser les fonctions spécifiques a 1’étude des modéles ARC' H et
GARCH, il faut avant tout charger le package tseries al’aide de la commande library(tseries)
(et/ou en cherchant dans le menu « packages » de R). La fonction garch permet d’estimer un
GARCH, , : serie<-garch(data,order=c(p,q)) Parmi les sorties de cette fonction : coef,
residuals, fitted.values. La sortie serie$fitted.values contient pour chaque temps ¢ les
valeurs —o; et o, (avec la notation standard : X; = oye; (e, ~ N (0,1) et of est la variance calculée
a partir de Xy 1, Xy 9,...,04-1,0¢_2,.... On rappelle que si Z ~ N(0,1), P(Z < 1) = 0,8413
(approximativement).

Instructions utile : si A est un tableau a deux colonnes alors A[,j] est la j-éme colonne de A.

Pour fixer la taille de la fenétre graphique en ordonnée : plot(x,ylim=c(-0.7,0.9)) (c’est un
exemple).

6.4. Feuille d’exercices numéro 8 (révisions)
(1) Soit X un AR(1) (stationnaire) défini par :
VteZ, Xy =X 1+ Zy,
avec Z un bruit blanc centré de variance o2 et || < 1. On pose :
VieZ, Y =X, — X;_1.
(a) Montrer que Y est un processus stationnaire centré, puis que c’est un ARM A(p, q).
Préciser les valeurs de p et ¢ et donner I’équation de récurrence vérifée par Y.

(b) Que vaut la variance de Y; (pour tout ¢) ?

(2) Soit X un processus ARM A (stationnaire) vérifiant
7 1 1 1
VteZ, Xy — - X;— Xt 0o=Z1——-Z4_1— =24
Eat6t1+3t2 t T gl T gl

avec Z un bruit blanc (centré). Montrer que :
2 1
VteZ, Xy — gXtil =7+ EZt,]_ .

(3) La série sncf.rda (disponible sur http://math.unice.fr/~rubentha/enseignement/
sncf .rda, sauver le fichier sur 'ordinateur puis taper
load(’chemin_complet/seriel.rda’), la série seriel sera chargé dans R) contient le
trafic mensuel sur les lignes SNCF de janvier 1963 & décembre 1980 en millions de pas-
sagers par kilomeétres. Rappel : A est lopérateur des différences avec un décalage de
T.

(a) Notons X la série a étudier. Tracer la densité spectrale de X et les autocorrélations de
X pour trouver la période T de la composante saisonniére de X.

(b) Notons Y1 = A1 X, Yy = ArX, Y3 = Ay o ArX. Pour chacune de ces séries Y.,

(i) tracer les autocorrélations et les autocorrélations partielles,

(ii) en déduire un modéle ARM A pour Y. (on doit pouvoir voir le nombre de coefficients
non nuls sur les graphiques précédents) et estimer les coefficients,

(iii) tracer la série des résidus et tester la blancheur des résidus.
(On doit trouver que seul Y3 est un ARMA.)
(c) Trouver, parmi les (p, q) € {0, 1,2}2, le couple minimisant le critére AIC pour Y3 (tester
la blancheur des résidus pour les (p, q) trouvés).

(d) Preédire le trafic de 'année 1981 (avec intervalle de confiance a 95%).


http://math.unice.fr/~rubentha/enseignement/sncf.rda
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(4) On étudie la série seriel.rda (disponiblesurhttp://math.unice.fr/"rubentha/enseignement/
seriel.rdal sauver le fichier sur I'ordinateur puis taper
load(’chemin_complet/seriel.rda’), la série seriel sera chargé dans R). Le modéle
choisi pour cette série est
(6.2) Vie{1,2,...,n}, z, = m(t) + s(t) + e,
ot m est une tendance polynomiale, s une saisonnalité et € un processus ARM A (station-
naire) centré (condtui par un bruit blanc gaussien).
(a) Tracer la série seriel.rda, son périodogramme et son ACF. Quelle est la période p de
la saisonnalité s ?

(b) Estimer une tendance polynomiale et une saisonnalité de période p par moindres carrés
ordinaires sur la série seriel.rda (comme au chapitre 3, avec decompose)

(c) Sur le résidu de cette estimation, proposer un modéle ARMA.

(d) Une fois identifié I'ordre du bruit ARM A, ajuster directement avec arima un modéle
de type (6.2) sur seriel.rda. Pensez a valider votre modéle.

e) En utilisant la fonction predict, prédire les 12 prochaines valeurs de la série seriel.rda
En utilisant la fonction predi édire les 12 hai 1 de la séri iel.rd
(et tracer intervalle de confiance a 95%).

(5) Dans cet exercice, on étudie la série serie2.rda (disponible sur http://math.unice.fr/
“rubentha/enseignement/serie2.rda, a charger dans R a ’aide de l'instruction load).

(a) Tracer la série serie2.rda. Est-elle stationnaire ?

(b) Ajuster un modéle ARIM A sur cette série. Pensez a valider votre modéle.

(c) Faire des prédictions pour les 50 prochaines valeurs de serie2 (tracer intervalle de
confiance & 95%).

6.5. Corrigé de la feuille d’exercices numéro 8

(1) (a) Pour tout t, E(X;) = ¢E(X;—1) + 0. Comme X est stationnaire, E(X;) = E(X;_1), et
donc, puisque |¢| < 1, E(X;) = 0. Donc, pour tout ¢, E(Y;) = E(X;) — E(X;—1) =0.
Pour tout ¢, E(Y;?) = Var(X;) + Var(X;_1) — 2 Cov(Xy, X;—1), et puisque X est sta-
tionnaire, cette quantité ne dépend pas de t. Pour tout t et h > 0,

EYiYirn) = E((Xy = Xo—1)(Xewn — Xign—1))
= Cov(Xy, Xign) — Cov(Xy, Xipno1) — Cov(Xi—1, Xeyn) + Cov(Xi—1, Xygpno1),
qui ne dépend pas de t puisque X est stationnaire. Donc Y est stationnaire.
On calcule :
Vi = ¢Xi1+Zi — (¢ Xs2+ Zi1)
= Yo+ 2y — 2.

Donc Y est un ARM A(1,1). Il faut préciser pourquoi (Z; — Z¢_1) est un bruit blanc.
Calculons

E(Zy — Zi—1) =E(Z) —E(Zi-1) =0
V(Zi = Zia) = B((Z: — Ze1)?) = B(Z7) + E(Z1))
(ne dépend pas de t). Calculons pour h > 1
Cov(Zi—Zs—1, Zran—Zryh—1) = Cov(Zt, Ziyn)+Cov(Zi—1, Zish—1)—Cov(Zi_1, Zisn)—Cov(Zs, Ziyh—1)
(ne dépend pas de t).
(b) On calcule (pour t quelconque) :
Var(X;) = ¢?Var(X;_y)+o>.

Donc
o2

V&I'(Xt) = W .


http://math.unice.fr/~rubentha/enseignement/serie1.rda
http://math.unice.fr/~rubentha/enseignement/serie1.rda
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Nous avons pour tout ¢ :
E(X,X,1) = E(¢X2,+Z,X, 1)
= d)VaI‘(Xt_l) +O
¢o’
1—¢2°

D’ou :
Var(Y;) = Var(Xy)+ Var(X;—1) — 2Cov(Xy, X¢—1)
207 Ly ( o’ >
1-¢? 1-¢?
202%(1 — ¢) 20
1-¢2  1+¢

(2) Nous voulons éliminer les X dans l'expression X; — (2/3)X;_1 (t quelconque fixé). Nous
commencons donc le calcul par

X, — %Xt—l N gXt_l 1 éXt_Q + X;‘l - %Xt_z
= <Zt — Zt4_1 — Zt8_2> + % (Xt—l - %Xt—Q + Xg_3>
-I-iXt—Q — éXt—3
= <Zt — Zt4_1 — Ztg_z) % (th - %Xt72 + Xg_3)

Ce qui nous donne l'idée de calculer ), ., [2% (Xt,k — %Xt,kfl + %thgg)]. Nous com-
mengons par montrer que cette suite est bien définie (en utilisant le fait que les Z; sont
centrés et tous de méme variance)

1 7 1
El(> {% (Xt_k — Xkt 3Xt_k_2)}

2

1 11 11 2
= ZE(ZtQ—k) X <2k - 12,67,1]11@1 - 82’“2]1k22>
k>0

< 400 car série géométrique .

Donc la somme qui nous intéresse est finie presque stirement. Nous calculons alors

1 7 1
Z [Qk <Xt—k - éXt—k—l + 3Xt—k—2>:|

k>0
71 Xik 7 1,
=X+ Xy [ —= 4= 1— S x2+>x2
t+ t1< 6+2)+k§ oF ( 5 > +3X
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2
ZXt—ﬁ-Xt_ng.

Nous avons par ailleurs

1
> |5
k>0

Ce
(3) (a)

7 1
Xipw— =Xi—p— — Xt p—
<tk6tk1+3tk2)]

1 Zip—1 1
= — | Zi—k — — —Zi_j—od
S g (70 - 25— §2s )

11 Zi 1 1,
:Zt+Zt—1<_4 2)+Z 2k (1—4)(2—8)(2)

k>2
1 1
=Z+Z1 | —+2 ).
¢+ t1<4—|—2>

qui finit la démonstration.

Pour tracer le périodogramme : k=kernel ("daniell", 4);
spec.pgram(sncf,k,taper=0,log="no’). On obtient la figure [6.5.1] Rappel : les abs-

Series: sncf
Smoothed Periodogram
o
1)
(]
=] |
g1 |
T
§ o
P g1
2| | p
&1 | N
s L]
" | ‘ I | | Ml — [
(=2 k_/ L/ Rt |— - -‘l lL___.III— H_Jl

frequency
bandwidth = 0.144

FIGURE 6.5.1. périodogramme

cisses vont de 0 & 7 (P’échelle affichée n’est pas correcte). Le pic le plus important se
trouve donc en 7/6, ce qui correspond a une période 27/(7w/6) = 12 (ce qui est bien
cohérent avec le graphique de la série et les autocorrélations)
(png(filename="blabla/tp8/5.1.png") ; par(mfrow=c(2,1)) ; plot(sncf) ;
acf (sncf,lag.max=50) ; dev.off(), figure

Calculons les séries demandées : y1=diff.ts(sncf,lag=1); y2=diff.ts(sncf,lag=12);

y3=diff.ts(yl,lag=12).

— On commence par y1 (figure . On se dit que Y7 pourrait étre un AR(3),
et donc que X pourrait étre un ARIM A(3,1,0). On estime les coefficients par :
out<-arima(sncf,order=c(3,1,0)). On fait un test de niveau 0,05 pour savoir
si les résidus forment un bruit blanc. L’instruction Box.test (out$resid,lag=10)
renvoie une p-valeur de 0,002345 (le test calcule une statitique et la p-valeur est la
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probabilité d’observer une statistique aussi grande sous ’hypothése « bruit blanc »).
Comme la p-valeur est plus petite que 0,05, on rejette 'hypothése « bruit blanc ».
Notre processus ne peut pas étre un ARIM A(3,1,0).

— On continue avec Y> (figure [6.5.3a). On se dit que Y, pourrait étre un AM(1) et
donc que X pourrait étre un SARIMA(0,0,1,12). On estime les coefficients par

out<-arima(sncf,order=c(0,0,1),seasonal=list(order=c(0,0,1) ,period=12)).

On fait un test de niveau 0,05 pour savoir si les résidus forment un bruit blanc.
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L’instruction Box.test (out$resid,lag=10) renvoie une p-valeur de 2,2 x 10716,
donc on rejette ’hypothése « bruit blanc ». Notre processus ne peut pas étre un
SARIMA(0,0,1,12).

— On continue avec Y3 (figure [6.5.3b)On se dit que Y3 pourrait étre un MA(1) et
que donc X pourrait étre un SARIM A(0,1,1,12). On estime les coefficients par
out<-arima(sncf,order=c(0,1,1),seasonal=list(order=c(0,1,1),period=12)).
On fait un test de niveau 0,05 pour savoir si les résidus forment un bruit blanc. Fai-
sons un test de Box-Jenkins au niveau 0, 05. L’instruction Box . test (out$resid,lag=10)
renvoie une p-valeur de 0,09057 (> 0,05) donc on reste sur I’hypothése « bruit
blanc ». Donc notre processus X a bien l'air d’étre un SARIM A(0,1,1,12).

On exécute une boucle

p=0

q=0

out<-arima(sncf,order=c(0,1,2),seasonal=list (order=c(0,1,2) ,period=12))

m=out$aic

for (i in 0:2)

{

for (j in 0:2)
{

if (i+j>0)

{

out<-arima(sncf,order=c(i,1,j),seasonal=list(order=c(i,1,j),period=12))
if (out$aic>m) { p=i g=j }

}

}

}

cat(p,q)

Le meilleur couple maximisant le critére AIC est p = 1, ¢ = 0 (qui ne correspond pas
aux graphiques ACF et PACF ci-dessus). Nous éxécutons ensuite
out02<-arima(sncf,order=c(1,1,0),seasonal=1list(order=c(1,1,0),period=12))
Faisons un test de Box-Jenkins sur les résidus au niveau 0, 05.

Box.test (out02$resid)

Ceci nous donne une p-valeur de 0, 1508. Donc nous validons le modele SARIMA(1,1,0,12)

On éxécute le code (graphique dans la figure
out02<-arima(sncf,order=c(1,1,0),seasonal=1list(order=c(1,1,0),period=12))
outpred<-predict (out02,n.ahead=12)

pred=outpred$pred

ts.plot(sncf,pred,col=c(’black’,’red’))
lines(pred+1.96*outpred$se,col="cyan’)
lines(pred-1.96*outpred$se,col="cyan’)

Raisonnement et graphiques identiques a ce que nous avons pour sncf.

Nous utilisons les instructions :

seriel<-ts(seriel,frequency=12)

s_dec<-decompose(seriel,type=c(’additive’))

par (mfrow=c(3,1))

plot(s_dec$seasonal)

plot(s_dec$trend)

plot(s_dec$random)

Voir le résultat dans la figure

Nous commengons par enlever les valeurs NA : x<-window(s_dec$random,c(2,1),c(9,12)).
Puis nous tragons les ACF, PACF :
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(a) Décomposition de seriel (B) ACF et PACF pour seriel

FIGURE 6.5.5

par (mfrow=c(2,1))

acf (x)

pact (x)

(voir figure [6.5.5D). Les ACF tendent vers 0 et les PACF sont nulles aprés le rang 1
donc nous faisons ’hypothése que le processus est AR(1).
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(d) Comme on a identifié une période 12, on commence par x1<-diff (seriel,lag=12);

plot(x1). Le résultat n’a pas l’air stationnaire (la moyenne varie). Si on fait un test de
Dickey-Fuller au niveau 0,05, on obtient une p-valeur égale & 0,1272, ce qui confirme
I'idée que x1 n’est pas stationnaire. Nous faisons ensuite : x2<-diff (x1). Le résultat a
I’air peu stationnaire (la moyenne varie, voir figure a gauche). Le test de Dickey-
Fuller au sur x2 donne une p-valeur égale a 0,0148 donc ... la réponse dépend du
niveau voulu pour le test. Nous considérerons que x2 n’est pas stationnaire. Nous faisons
ensuite : x3<-diff (x2). Le résultat a l’air stationnaire (voir figure a droite). Les
ACF, PACF de x3 sont visibles dans la figure On dirait que les ACF tendent vers
0 et que les PACF sont nulles aprés le cran 3 donc nous faisons I’hypothése que x3 est
un MA(3). Nous pouvons ensuite estimer les coefficients avec

———

|| | rI |

f ' ||\) I ‘ ‘,‘\ H A \M 'f\|‘|ﬁ||"| “
W '“” L i VH" ‘l UH"'. Il
||||V ‘ ||w|| U | | | ’ |

Series 1
0
L

—

=

Time Time

FIGURE 6.5.6. x2

out<-arima(x,order=c(0,2,3),seasonal=1list (order=c(0,2,3) ,period=12))

Si nous faisons un test de Box-Jenkins au niveau 0,01 (Box.test (out$resid,lag=10))
sur les résidus, nous trouvons une p-valeur égale & 0,02448 donc on peut conclure que
le modéle proposé est correct.

Nous tragons avec
ts.plot(seriel,pred$pred,col=c(’black’,’red’),ylim=c(-50,210))
lines(pred$pred+1.96*pred$se,col="grey’)
lines(pred$pred-1.96*pred$se,col="grey’)

(voir figure [6.5.8al)

La série n’a pas lair stationnaire (sa moyenne varie). Un test de Dickey-Fuller au
niveau 0, 05 nous donne une p-valeur égale & 0,146 ce qui confirme ’hypothése de non-
stationnarité. Le graphe de ACF (voir figure ne permet pas de détecter une
saisonnalité. Nous éxécutons donc ensuite x1<-diff (serie2); plot(x1) (voir figure
6.5.9, & gauche) puis x2<-diff (x1); plot(x2) (voir figure[6.5.9] a droite). Nous esti-
mons que x1 n’est pas stationnaire mais que x2 I'est.. Nous tracons ensuite les ACF et
PACF de x2 (voir ﬁgure. Une fois de plus, I'interprétation n’est pas aisée. Nous
proposons un modéle MA(3) pour x2 (donc ARIMA(0,2,3) pour serie2). Nous éxécu-
tons out<-arima(serie2,order=c(0,2,3)) ; Box.test(out$resid,lag=10) et nous
trouvons une p-valeur égale a 0,716, ce qui valide notre modéle.

Voir figure (prédiction en rouge, borne de l'intervalle de confiance en bleu).
L’intervalle de confiance nous dit que ... nous ne pouvons rien prédire. C’est ce qui
arrive quand le bruit est trop grand.
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P(X <r) avec X ~N(0,1)

0 0,01 002 003 0,04 0,05 0,06 007 0,08 0,08

0 05000 | 05040 | 05080 | 05120 | 05160 | 05199 | 05239 | 05279 | 05319 | 05359
01 | 05398 | 05438 | 05478 | 05517 | 05557 | 05596 | 05636 | 05675 | 05714 | 05753
02 [ 05793 [ 05832 | 05871 | 05910 | 05948 | 05987 | 06026 | 06064 | 06103 | 06141
03 | 06179 | 06217 | 05255 | 06293 | 06331 | 063658 | 06406 | 06443 | 05480 | 06517
04 | 06554 | 0B591 | 0B628 | OF6E4 | DE700 | 06736 | 06772 | 06808 | 06844 | 06879
05 | 06915 | 0B950 | Op985 | 07019 | 07054 | 07088 | 07123 | 07167 | 07190 | 07224
0B | 07257 | 07291 | 07324 | 07357 | 07389 | 07422 | 07454 | 07486 | 07517 | 0.,7549
07 | 07560 [ 07611 | O,7642 | 07673 | 07704 | 07734 | 07764 | 07794 | 0,7623 | 0,7852
08 | 07861 | 07910 | 07939 | 0797 | 07935 | 08023 | 08051 | 08076 | 06106 | 08133
09 | 08159 | 081686 | 08212 | 0B238 | 06264 | 0S289 | 08315 | 058340 | 08365 | 08389

1 05413 | 058438 | 08461 | 058485 | 08508 | 08531 | 08554 | 08577 | 08599 | 08621
11 | 08643 | 08665 | 06686 | 06708 | 08729 | 05749 | 05770 | 08790 | 08810 | 0,8830
12 | 058849 | 055869 | 0,8888 | 08907 | 08925 | 08944 | 08962 | 08980 | 08997 | 09015
13 | 09032 | 09049 | 09086 | 09082 | 09099 | 09115 | 09131 | 09147 | 09162 | 09177
14 | 09192 | 09207 | 09222 | 09235 | 09251 | 09265 | 09279 | 09292 | 09306 | 09319
15 | 09332 | 09345 | 09357 | 09370 | 09352 | 09334 | 09406 | 09418 | 09429 | 09441
16 | 05452 | 09463 | 09474 | 094584 | 09495 | 09505 | 09515 | 09525 | 09535 | 09545
17 | 05554 | 09564 | 09573 | 09582 | 09591 | 09599 | 09608 | 09616 | 09625 | 09633
16 | 05641 | 09649 | 09656 | 09664 | 09671 | 09678 | 09686 | 059693 | 09699 | 09706
19 [ 05713 [ 03719 [ 0572 | 09732 | 09738 | 09744 | 09750 | 09756 | 09761 | 09767

2 09772 | 09778 | 09763 | 09783 | 09793 | 09798 | 09503 | 09808 | 09812 | 09817
21109821 | 09826 | 09830 | 09834 | 09838 | 09842 | 09846 | 09850 | 09654 | 09857
22 | 09561 [ 09864 | 09868 | 09871 | 09875 | 095878 | 09881 | 09884 | 09887 | 0,9890
23 [ 09593 | 09896 | 0,9898 | 09901 | 09904 | 09906 | 09909 | 09911 | 09913 | 09916
24 | 09918 | 09920 | 09922 | 09925 | 09927 | 09929 | 09931 | 09932 | 09934 | 0,993k
25 | 09938 | 09940 | 0,9941 | 09943 | 09945 | 09546 | 099458 | 09949 | 09951 | 09952
286 | 09953 | 09955 | 09956 | 09957 | 059959 | 09960 | 09961 | 09962 | 09963 | 09964
27 | 09965 | 0996 | 09967 | 09968 | 09969 | 09970 | 09971 | 09972 | 09973 | 09974
28 | 09974 | 09975 | 09976 | 09977 | 09977 | 09978 | 09979 [ 09979 | 09980 | 09951
29 |1 09981 | 09962 | 09982 | 09983 | 09954 | 09954 | 09985 | 09985 | 09986 | 09986
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C Nombres complexes

Q

ov Covariance
Espérance
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Probabilité
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Var Variance

N
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A

AIC, 7]

AR(...),

ARIMA, @

auto-corrélation,
Auto-corrélation empirique, [2]
Auto-corrélation partielle,
Auto-covariance empirique, |Z|

B

BIC, @

Box-Jenkins, @

Bruit blanc, 23]

Bruit d’innovation,

C
Chi-deux, @

D

Densité spectrale, @ @
Dickey-Fuller ,[A9]

F

Fonction d’auto-corrélation empirique,
Fonction d’auto-covariance, @

Fonction d’auto-covariance empirique, El
Fréquences fondamentales de Fourier, @

G
GARCH, B3]

H
Hétéroscédastique, [84]
Homoscédastique,

I

iid., [

Innovations, [36]

Intervalle de confiance, [48

K
Kurtosis, @

L

Lissage exponentiel double, E
Lissage exponentiel simple,
Lokta-Volterra, @

M

Maximum de vraisemblance, [48]
Moindres carrés,

Moyenne empirique, E
Moyenne mobile,

Index
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P

Périodogramme, [76]
Prévisions météo,
Processus auto-régressif, [36]

Processus auto-régressif en moyenne mobile, @

processus de racine unitaire, @
Processus en moyenne mobile,
processus intégré d’ordre 1, @
Processus stationnaire,

Processus stationnaire de tendance, @
processus stationnaire en différence, @
Proies-prédateurs, [31]

S

SARIMA, [
Skewness,
Statistique, [30]

T

table de Dickey-Fuller, [I9]
Tendance,

test de Dickey-Fuller augmenté, [A9]
Test d’hypotheses,

A\
Variance empirique, |2|
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